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Abstract

  Data mining is the process of analyzing data from different 

perspectives and generates useful information. Technically, data mining 

finds correlations or patterns out of dozens of fields in large data.

  Cluster analysis or clustering is the task of grouping a set of objects 

in such a way that objects in the same group, called a cluster, are more 

similar to each other than to those included in other groups. It is not 

only a main task of exploratory data mining, but also a common 

technique for statistical data analysis, used in many fields, including 

information retrieval. 

  The k-means clustering method is usually based on vector 

quantization that is popular for cluster analysis in data mining. It also 

aims to partition n observations into k clusters in which each 

observation belongs to the cluster with the nearest mean, serving as a 

prototype of the cluster. As a segmentation method for cluster analysis 

schemes, the k-means algorithm is based on Euclidean distance, and is 

best suited for the analysis of numerical data set. However, in reality, 

there exist so many types of categorical data and more attention has 

been put on clustering such categorical data. After all, many researches 

need the cluster-based analysis mechanism especially for categorical 

data. 

  A study of Huang Z. 1997 has presented the k-modes algorithm 

which is an expansion of the original k-means clustering algorithm. The 

k-modes algorithm extends the existing k-means paradigm to cluster 

categorical data using the similarity criteria through the comparison 
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between attributes of the data by selecting representative data mode. 

However, the k-modes algorithm has a drawback in that it must decide 

the number of modes in advance of the iterative optimization process. If 

too many or less options are chosen, the accuracy of clustering will be 

severely deteriorated. In this paper, built on top of the well-known 

k-modes algorithm, how to select the number of modes and how to 

analyze the cluster set have been presented. The number of initial 

clusters decided by this way, makes it possible to efficiently estimate 

the final number of clusters. This step involves creating, merging and 

updating a great number of feasible initial modes of high similarity.

  Experimental results, discover that the accuracy of the proposed 

algorithm yields almost equal results, compared with the case beginning 

from the optimized initial points. After all, the suggested algorithm is 

more effective than existing ways in the analysis of unknown data.

  The rest of this thesis in organized as follows: Legacy segmentation 

strategies of cluster analysis techniques have been reviewed in Chapter 

II. Then, Chapter III describes our Chain k-modes algorithm in detail. 

This idea focuses on how to select the initial values for the case that 

they are not explicitly specified. In addition, how to analyze the 

clustered sets created by our scheme and the limited bound has been 

explained. Chapter IV has demonstrated the performance measurement 

results of the proposed algorithm, obtained from extensive simulation 

using R(3.0.1). Finally, Chapter V summarizes and concludes this thesis.
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요 약

  

  데이터에서 의미 있는 정보를 찾아내는 것은 매우 중요한 일이며, 이러한 과정

을 데이터 마이닝(Data Mining)이라고 한다. “데이터 마이닝”이라는 용어는 

1995년 지식발견 및 데이터 마이닝 국제학술대회를 개최한 이후 본격적으로 사

용되어지고 있으며, 다양하게 정의되고 있다. [Berry and Linoff, 1997]는 “의

미 있는 패턴과 규칙을 발견하기 위해서 자동화되거나 반자동화된 도구를 이용

하여 대량의 데이터를 탐색하고 분석하는 과정”이라고 정의하였으며, [Hand et 

al, 2001]는“대량의 데이터로부터 유용한 정보를 추출하는 것”으로 정의하기

도 한다. 

  즉, 데이터 마이닝은 미지의 데이터로부터 의미 있는 임의의 정보를 얻는 일련

의 모든 방법이라고 할 수 있으며, 많은 기법들이 제시되고 있다. 최근 다양한 

분야에서 빅데이터로 정의되는 정형, 비정형의 데이터에 대한 분석을 요구하고 

있으며, 이러한 데이터를 수집, 분석하는 방법으로 데이터 마이닝 기법을 활용하

여 실현시키고 있으며, 그 중요성은 날로 부각되고 있다. 데이터 마이닝 기법 중 

군집분석기법은 다양한 분야의 수많은 데이터들로 부터 의미 있는 정보를 추출

하기 위한 중요한 기법으로 인식되어 왔으며, 현재까지 군집분석기법에 대한 연

구는 계속되고 있다.

  군집분석기법 중에서 분할기법에 해당하는 k-means 알고리즘[Macqueen, 

1967]은 유클리드 거리를 기반으로 하며, 수치형데이터의 분석에 매우 효율적이

다. 하지만, 현실에서는 수치형데이터 뿐만 아니라 수많은 범주형데이터가 존재

하며 중요시 되고 있다. 결국, 범주형데이터의 분석이 가능한 군집분석기법을 필

요로 하였으며, [Huang Z. 1997a]의 연구에서는 기존 k-means 알고리즘을 

수치형데이터에서 범주형데이터로 확장한 k-modes 알고리즘을 제안하였다. 

k-modes 알고리즘은 데이터의 속성간의 비교를 통한 유사도측정을 기반으로 

하여 성질이 비슷한 데이터들에 대하여 대표 mode를 선정하는 방식이다. 하지



- xi -

만, k-modes 알고리즘은 mode의 개수를 미리 정해야 하는 문제점이 있으며, 

mode의 개수를 너무 많이 설정하거나 적게 설정하면 군집의 정확도가 낮아지는 

문제점을 지니고 있다. 

  본 연구에서는 k-modes 알고리즘을 기반으로 mode의 개수를 선정하는 방법

과 이를 기반으로 하는 군집분석기법을 제안하였다. 초기치 mode들은 임의로 

선택된 표본으로부터 추정하였다. 이를 기반으로 유사도가 높은 다수의 초기치 

mode를 생성, 병합, 갱신하는 과정을 통해 최종 군집의 개수를 추정할 수 있었

다. 실험결과 제안 알고리즘의 정확도는 최적의 초기치를 기반으로 군집분석을 

수행한 결과와 유사한 결과를 보였다. 이는 제안 알고리즘이 초기치의 정보를 알 

수 없는 미지의 데이터에 대한 분석에서 기존의 다양한 방법들보다 매우 효과적

이라고 할 수 있다.

  본 논문의 구성은 다음과 같다. II장에서는 분할기법 군집분석에 대한 설명을 

하고 하였으며, III장에서는 제안 알고리즘에 대한 전반적인 과정을 설명하였다. 

초기치가 주어지지 않았을 경우, 초기치를 선정하는 방법과 한계기준 및 제안 알

고리즘을 이용한 군집분석 기법을 설명하였다. IV장에서는 제안 알고리즘의 실

험결과이며, 실험은 R(3.0.1)을 활용하였다. V장에서는 논문에 대한 결론을 정

리하였다.
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1  데이터 마이닝

1.1 데이터 마이닝

  최근 컴퓨터의 하드웨어 지속적인 발전과 더불어 강력해진 컴퓨터기술을 기반

으로, 데이터의 수집, 저장 및 공급이 가능하게 됨으로서 정보기술 분야는 비약

적인 발전을 이루었으며, 데이터는 다양해지고 대용량화되고 있다. 하지만 이러

한 데이터들은 인간의 이해력을 넘어서고 있으며 보다 강력한 분석 도구를 필요

로 하고 있다. 데이터 마이닝은 기계학습, 통계학, 데이터베이스, 고성능 컴퓨팅, 

신경망, 정보 검색, 패턴인식, 공간 데이터 분식 및 다양한 학문에서 사용할 수 

있는 기법을 포괄하고 있다. 즉, 양적으로 팽창되고 다양해진 데이터로부터 유용

한 정보를 추출해야 할 필요성이 요구되고 있다. 데이터(data)는 연구나 조사등

을 기반으로 관찰이나 측정을 통해 수집되는 숫자, 문자, 영상, 음성 등의 형태로

서, 컴퓨터에 저장되는 자료(資料, data)이다. 또한, 이러한 데이터를 다양한 분

석 및 처리를 통해 의미 있는 결과로 얻어진 결과를 정보(情報, information)라

고 한다. 데이터 마이닝(Data mining)은 이러한 데이터로부터 유용한 정보, 지

식, 규칙, 패턴 및 특성 등을 추출하고, 이를 이해하기 쉬운 형태로 변형하는 일

련의 과정을 의미한다. 데이터 마이닝은 사용자에게 최적의 의사결정을 제공하지

만, 데이터 마이닝 용어자체가 하나의 기법은 아니다. [Fayyad, Piatetsky- 

Shapiro, Smyth, 1996]는 우리가 필요로 하는 정보를 얻는 모든 행위를 의미

하며, “데이터베이스에서의 지식발견(KDD: Knowledge Discovery in 

Database)을 위한 일련의 과정과 기법을 통칭하는 표현”이라고 하였다. 하지만 

데이터마이닝이 KDD와 같은 의미를 의미하지는 않는다. 데이터 마이닝은 보다 

적극적으로 사용자와의 상호작용을 강조하고 있다. 데이터로부터 추출된 정보로

부터 유용한 정보를 추출한 후 이를 기반으로 합리적인 의사결정을 제안하는 도

구로서 KDD에서의 한 과정이면서 KDD를 전체를 포함하는 과정을 의미한다. 결

국, 데이터 마이닝은 대용량의 데이터로부터 흥미로운 지식을 발견하기 위한 다
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양한 기법을 개발하기 위한 효율적이고 확장 가능한 기법이 필요하다.

패턴 평가

주어진 척도를 기반으로 흥미로운 패턴 구별

데이터 마이닝

데이터 패턴 추출을 위한 필수적인 수행

데이터 변환

데이터에 대한 연산, 집계, 변환 정리수행

데이터의 정제 및 통합

데이터 잡음과 불일치 데이터 제거 및 데이터 소스 결합

각종 데이터 수집

지식 정보 추출

Figure 1. 지식 정보 추출과정

  Figure 1은 [Han & Kamber, 2006]가 설명하는 데이터 마이닝에서의 지식

정보 추출을 위한 필수적인 단계이다. 먼저, 각종 데이터로부터 잡음과 불일치 

데이터를 제거하는 과정을 통해 데이터를 수집한다. 다음 단계로, 다수의 데이터

에 대하여 연산, 정리, 결합 등의 과정을 거치면서 분석 작업과 관련된 데이터들

을 검색한다. 이에 대하여 데이터 패턴을 추출하기 위한 데이터 마이닝 기법을 

적용하는 가장 중요한 과정을 거치게 된다. 추출된 패턴에 대하여 몇 가지 척도

를 이용하여 측정 평가하는 과정을 거치면서 사용자에게 의미 있는 지식 정보를 

제공한다. 즉, 데이터 마이닝은 변환된 데이터를 가지고 일정한 패턴을 찾는 과

정으로, 지식 정보 추출과정의 하나의 중요한 단계로서 표현이 되고 있다. 정보

는 시시각각으로 빠르고 다양하게 변화한다. 이러한 정보는 불확실성이 커지게 

되며, 그 가치가 적어질 수 있으므로 의미 있는 데이터를 추출하는 방법에 대한 

연구는 매우 중요한 일이다.
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데이터베이스 서버

데이터 마이닝에 필요한 데이터 정리

데이터 마이닝 엔진

데이터 패턴 추출을 위한 필수적인 수행

패턴 평가 모듈

데이터 마이닝 모듈과 상호 작용

패턴 평가 GUI 

데이터 수집

지식기반

Figure 2. 개선된 데이터 마이닝 개념

  

  Figure 2는 데이터 마이닝은 기존의 KDD 보다 진보된 시스템을 보여주고 있

다. 데이터 마이닝의 가장 중요한 기본 요소는 상황에 맞는 올바른 방법을 선택

하고, 이를 기반으로 정확한 정보를 추출하는 것이다. 데이터 마이닝은 지식정보 

및 다른 요소들과 상호 연관을 통해 효율적인 처리를 가능하게 한다. 결국, 데이

터 마이닝은 대용량 데이터베이스를 비롯한 다른 여러 가지의 다양한 데이터들

로부터 상호작용을 통해 흥미로운 패턴을 찾는 과정으로서 표현된다. 이는 데이

터베이스 시스템, 데이터 웨어하우스, 통계, 기계학습, 정보검색 및 신경망, 패턴

인식, 공간데이터분석, 영상데이터베이스, 신호처리, 비즈니스, 경제학, 생명정보

과학 등의 많은 응용분야에서 활용된다. 
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1.2 데이터 마이닝에서의 군집분석

  데이터 마이닝에서 군집분석(Cluster Analysis)은 비슷한 속성을 가지고 있는 

데이터를 합치면서 의미 있는 군집을 형성하는 과정이며, 다양한 기법들이 개발

되고 있다. 군집분석기법은 데이터 마이닝 기법 중 의사결정트리(Decision 

Tree), 신경망분류(Neural Network), 분류(If-Then)규칙과 같은 분류

(Classification)와 예측(Prediction)하는 기법들과 유사하다. 하지만, 군집분석

은 데이터의 클래스레이블이 주어지지 않으며, 군집은 군집내에서는 강한 유사성

을 보장해야 하며, 군집간에 대해서는 상이한 특성을 보이게 된다. 통계학에서 

군집분석은 k-means 알고리즘이 가장 보편적으로 활용되고 있다. k-means 알

고리즘은 데이터 레코드간 거리를 기반으로 하고 있으며, SPSS, SAS, R, 

S-Plus 등의 소프트웨어에서 잘 구현되어 있다. 

 군집분석은 데이터 마이닝 기법 중 매우 효율적이고 범용의 방법으로서 효율적

인 군집분석 방법을 찾는 연구가 진행 중에 있다. 연구의 주제로는 데이터의 확

장성, 속성이 다른 데이터 타입을 다루는 능력, 임의의 형태에서 군집 발견, 군집

의 개수를 결정하는 방법, 이상치를 다루는 능력, 고차원, 입력순서, 상호작동성 

등에 대하여 연구가 진행 중에 있다. 

  데이터의 확장성은 대용량의 데이터를 다루는 능력을 의미한다. 대용량의 데이

터는 수백만의 데이터 레코드를 가지고 있으며, 다양한 크기의 데이터에 대하여 

편향되지 않는 방법을 요구하고 있다. 

  속성(attributes)이 다른 타입을 다루는 능력은 군집분석에 있어 매우 중요한 

연구주제이다. 많은 알고리즘이 수치형 속성을 기반으로 하고 있다. 하지만 실제 

데이터들은 범주형 속성(Categorical attributes)및 혼합형 속성(Mixed 

attributes)등으로 구성되어 있으며, 이러한 다양한 속성에 대한 분석방법이 필

요하다. 

  임의의 형태에서 군집 발견은 유클리드 거리를 기반으로 하는 군집분석의 단

점을 보완하기 위한 방법이다. 유클리드 거리는 수치형 속성에 대한 분석이므로 
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일반적으로 구형태의 군집을 취하게 되며, 이는 특정한 형태의 군집에 대해서는 

군집결과가 좋지 않게 된다. 결국 임의의 형태의 군집을 찾을 수 있는 알고리즘

도 개발해야 한다. 

  군집의 개수를 결정하는 방법은 군집분석의 가장 큰 단점인 초기치 선정문제

이다. 대부분의 군집분석방법은 적절한 군집의 수를 지정해야한다. 이는 군집의 

분류 정확도 및 분석 결과에 영향을 주므로 매우 중요한 연구주제이다.

  이상치를 다루는 능력은 데이터의 군집의 질에 관련된 문제이다. 대부분의 데

이터는 이상치, 결측치 및 오류데이터를 포함하고 있다. 이러한 데이터를 찾아내

고 이를 해결하는 문제는 군집의 품질에 직접적인 영향을 주며, 다양한 분야에서 

적용할 수 있으므로 많은 연구가 진행 중이다.

  몇몇 알고리즘은 데이터 레코드의 입력 순서에 따라 알고리즘의 결과가 달라

지기도 한다. 입력 순서는 데이터 군집분석에 영향을 주어선 곤란하다. 알고리즘

의 개발에 있어서도 입력 순서에 둔감하도록 설계해야 한다.

  대다수의 군집 분석 알고리즘은 저차원 데이터들에 대하여 특정화 되어있다. 

하지만 실제 데이터는 고차원의 데이터로 이루어진 경우가 많으므로, 다양한 속

성의 고차원 데이터를 다룰 수 있어야 한다. 

  상호작동성은 군집분석 결과가 사용자가 이해하기 쉬어야 한다는 점이다. 즉, 

복잡한 데이터로부터 의미 있는 정보를 추출하고 이를 이해하기 쉽게 표현할 수 

있느냐는 것은 중요한 연구주제이다.

  본 연구에서는 이러한 연구조건에 최대한 부합되도록 알고리즘을 설계하였다. 

대용량의 데이터에서 수행가능하고, 범주형 속성 데이터를 다루었으며, 거리기반

이지만 구형태가 아니어도 군집이 가능하도록 하였다. 특히, 군집의 개수를 결정

하기 위하여 데이터의 속성을 활용하는 방법을 제안하였다.
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1.3 군집분석의 방법

  군집분석의 방법은 데이터의 타입과 분석의 목적과 이에 대한 응용에 따라 달

라지며, 필요에 따라 같은 데이터에 대하여 여러 기법을 사용하여 분석 할 수 있

다. 군집분석 방법은 다양하게 분류할 수 있다. 분할기법(Partitioning Method), 

계층적 기법(Hierarchical Method), 밀도기반 기법(Density-Based Method), 

격자기반 기법(Grid-Based Method) 및 모델기반 기법(Model-Based 

Method)등으로 구분할 수 있다.

 ᆞ분할기법(Partitioning Methods)

  분할기법은 개의 데이터에 대하여 개의 데이터 분할을 만드는 기법이다. 분

할기법 알고리즘은 군집들이 내부적으로는 강한 유사도를 보이며 군집간에는 상

이도가 크게 된다. 즉, 군집간의 차이가 크면 잘 된 군집분석이라 할 수 있다. 일

반적으로 분할기법은 초기 분할에 대하여 반복적인 재배정기법(Iterative 

Relocation Technique)을 사용하며, 좋은 결과를 얻기 위해서는 모든 군집들은 

최소한 하나 이상의 데이터를 포함해야하며, 모든 데이터는 개의 군집으로 중복 

없이 군집되어야 한다.

 ᆞ계층기법(Hierarchical Method)

  계층기법은 주어진 데이터들을 계층적으로 분할하며, 계층의 분할 형태에 따라 

상향식 접근방식과 하향식 접근방식으로 구분할 수 있다. 이러한 방식은 일반적

으로 트리형태의 구조를 이루게 된다. 계층기법은 조건이 종료될 때까지 반복하

면서 주변의 데이터들을 합치는 과정을 수행하며, 데이터가 하나의 군집으로 되

거나 혹은 더 작은 군집으로 분할될 때 까지 수행된다. 계층기법 군집분석의 효

율을 높이는 방법으로는 트리에 대한 각각의 다른 군집분석 기법을 적용하는 방

법이 있다. 트리구조의 계층을 이용한 반복적인 감소를 통한 군집분석 기법으로 

BIRCH(Balanced Iterative Reducing and Clustering Using Hierarchies)기
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법, 구 형태를 중심으로 하는 CURE(Clustering Using REpresentatives)기법 

및 동적인 모델을 이용한 계층 군집분석 알고리즘인 Chameleon기법 등이 있다. 

 ᆞ밀도기반기법(Density-Based Method)

  밀도기반기법은 데이터속성의 밀도 값을 기반으로 군집분석 하게 된다. 이 방

식은 데이터들의 이상치 값을 배재한 형태의 군집을 생성하게 된다. DBSCAN 

(Density-Based Method Spatial Clustering of Application with Noise)기법

은 데이터들의 밀도를 가지고 분석하는 기법으로서 밀도가 높은 지역을 중심으

로 군집분석하며 이상치 값을 갖는 공간에 대해서도 임의의 형태의 군집을 구현

할 수 있다. OPTICS(Ordering points to identity the clustering structure) 

기법은 DBSCAN 기법의 단점을 보완하기 위하여 제안된 기법이다. 밀도를 계산

하기 위해 사용되어지는 인자들의 상호작용을 통해 광범위한 인자들로부터 점진

적인 군집분석 순서를 계산하여 군집분석을 수행한다. DENCLUE 

(Density-Based Clustering)기법은 밀도분포함수를 기반으로 하는 군집분석 

기법으로서 데이터간의 연관성을 영향력 함수(Influence function)를 사용하여 

모델화한다. 데이터의 밀도는 데이터의 영향력 함수들의 합으로 표현이 되며, 이 

함수의 극대값을 군집화에 활용하는 기법이다. 안정적인 수학적 기반의 수행 및 

고차원 데이터에 대한 효과적인 수행을 보이며, 분할기법, 계층기법등의 다양한 

기법에 활용할 수 있다. 또한 군집분석 과정에서 발생하는 이상치 값들에 대한 

효율적인 군집분석에 효과가 있다.

 ᆞ격자기반기법(Grid-Based Method)

  격자기반기법은 데이터공간을 격자구조로 이루어진 유한개공간으로 나누고 군

집분석은 이러한 격자 내에서 격자들을 군집분석하게 된다. STING (Statistical 

Information Grid)은 데이터 공간구조를 사각의 격자기반으로 표현하여 군집분

석을 수행한다. 높은 수준의 셀들은 보다 낮은 수준의 셀로 분할되기 위해 계층 

구조내의 질의 응답과정 반복을 통하여 계산되어지게 되고, 질의에 적합한 셀들

이 결과로서 구해진다.

  이 기법의 장점은 각 셀의 정보가 독립성을 유지할 수 있으며, 병렬처리 및 점
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진적 수정을 수월하게 함으로서 효율성을 높인다. 하지만 군집의 형태가 수직수

평으로만 관계를 함으로써 수행시간에 있어 효율적일 수는 있으나 군집의 정확

성은 높지 않다. Wavecluster는 데이터 공간의 다차원 격자 구조를 기반으로 작

동하는 밀도기반 알고리즘이다. 군집의 형태가 일반적으로 모자형의 군집으로 표

현이 가능하여 군집화 되는 영역과 군집화 되지 않는 영역간의 정보를 보다 효

율적으로 표현한다. 결국 군집의 형태가 일정하지 않은 데이터에 대해서 효율적

으로 작동하며, 기존의 기법들(BIRCH, CLARANS, DBSCAN)보다 우수한 성능

을 보여준다. CLIQUE(Clustering In Quest)기법은 밀도기반기법과 격자기반 

알고리즘을 혼합시킨 방법으로 고차원데이터에 대해 효율적인 기법이다. 데이터

공간을 사각형태의 격자형태로 구분하여 밀도에 따른 사각형의 조밀도를 계산하

게 된다. 이 기법은 데이터의 순서에 영향을 받지 않으며 특정한 분포를 따르지 

않는다. 또한, 입력된 데이터에 따른 선형변화가 가능하다. 하지만 두 가지 기법

의 단순혼합방식으로 인해 군집분석 결과의 정확도가 낮아질 수 있다.

 ᆞ모델기반

  모델기반(Model based method) 기법은 각 군집에 모델을 가정하고 주어진 

모델에서 가장 잘 맞는 데이터를 찾는 방식이다. 통계적 분석결과를 기반으로 하

여 군집의 수를 결정하게 되며 이상치 값을 고려한 군집분석을 수행한다.

  본 연구에서는 분할기법의 장점과 계층적 기법의 상향식(bottom-up)기법을 

활용하였다. 분할기법의 장점은 데이터를 k개의 mode로 구분하여, 반복, 재배정

과정을 거치면서 최적의 k개의 군집을 만들 수 있으며, 계층적 기법에서 상향식

(bottom-up)기법은 여러 개의 데이터를 병합하면서 최종적으로 최적의 군집으

로 병합한다. 본 연구에서는 이러한 장점들을 기반으로, 먼저 데이터를 많은 

mode로 분할시키며, 상향식 기법에 따라 mode들을 병합, 갱신, 재배정 과정을 

거치면서 최적의 k개로 mode들을 군집화 하였다.
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2  분할기법 군집분석

  군집분석에 대한 연구는 활발하게 진행되고 있다. 최근 연구의 주제로는 대용

량 데이터에서의 군집분석기법의 확장성, 속성이 다른 타입을 다루는 능력, 임의

의 형태에서의 군집 발견, 최적의 군집결과를 위한 최소의 인자를 선정하는 초기

치 선정 문제, 잡음(Outlier) 데이터를 다루는 기법, 실시간으로 입력되는 데이

터에서 발생하는 편의현상, 고차원에서의 군집분석, 제약 조건에 따른 군집분석

기법 및 사용자간의 상호의사소통의 효용성 등이 있다. 

  본 연구에서는 다양한 군집화 기법 중에서 분할기법을 기반으로 하는 알고리

즘을 다루고 있다. 일반적으로, 데이터의 속성은 수치속성으로 나타나는 수치형

데이터와 범주속성들로 이루어진 범주형데이터 및 수치형데이터와 범주형데이터

가 혼합되어 존재하는 혼합형데이터로 구분한다. 수치형데이터를 기반으로 하는 

군집분석 기법으로는 k-means 알고리즘과 [Kaufman, 1987]이 제안한 

k-medoids 알고리즘이 잘 알려져 있으며, 범주형데이터에 대해서는 k-means 

알고리즘을 변형한 k-modes 알고리즘이 있다. 수치형데이터와 범주형데이터가 

혼합되어있는 혼합형데이터를 군집분석 할 수 있는 기법으로는 [Ahmad, 2003]

이 제안한 k-prototype 알고리즘이 알려져 있다.
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2.1  데이터에서의 레코드와 속성

  데이터(data)에서의 레코드는 데이터베이스에서의 개체(entity)를 의미하며, 

레코드는 현실에서 생각할 수 있는 개념이나 정보의 단위로서 서로 구별되는 자

료들이다. 단독으로 존재할 수 있는 레코드들은 스스로 정보로서의 역할을 할 수 

있으며, 하나의 레코드에는 하나 이상의 속성(attributes)으로 구성되어있다. 또

한, 레코드내의 각 속성은 그 개체의 특성이나 상태를 설명한다. 

Figure 3. 데이터에서의 레코드 및 속성

  예를 들어, Figure 3에서는 회사원들의 이름, ID, 나이, 성별, 부서, 연봉, 토

익성적, 자동차의 8가지 속성으로 구성되어있는 레코드집합을 보여주고 있다. 여

기에서 이름, ID, 나이와 같은 속성들은 회사원 레코드의 특성을 나타내고 있다. 

또한, 이러한 레코드집합은 데이터베이스로 저장된다. 레코드의 속성은 크게 수

치형 속성과 범주형 속성으로 구분할 수 있다. 속성 중 나이, 연봉 및 토익성적

은 수치형 속성이며, 이름, ID, 성별, 부서 및 자동차는 범주형 속성이 된다. 군

집분석에서는 데이터의 속성에 따라 적절한 기법을 적용할 때 사용자에게 최적

의 분석 결과를 제공 할 수 있다.
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2.1  수치형데이터의 군집분석 알고리즘

2.1.1  수치형데이터의 속성

 ․ 구간척도변수

  연속형 척도로서 수치적으로 측정할 수 있는 속성(attributes)에 대한 표현을  

구간척도변수(Interval scaled variable)라고 한다. 예를 들어, 몸무게, 키, 위도, 

경도 등으로 표현된 척도들이 대표적인 구간척도변수가 된다. 이러한 척도들에 

대한 군집분석은 결국 측정된 수치의 단위에 따라 군집화에 영향을 받게 되며, 

이에 대해서 측정된 수치의 표준화 과정을 수행할 수도 있다. 그리고 데이터의 

레코드 및 군집들 간의 유사도 측정 및 상이도 측정은 유클리드 거리를 기반으

로 한다.

  임의의 개의 데이터에 대하여 레코드 ,  ∈가 개의 속성을 포함할 

때, 레코드는 개의 데이터 속성에 대한 차원으로 표현이 가능하다.

  즉, 거리 데이터의 레코드간 거리  는

    
 

    


으로 표현이 가능하다.

  또한, 구간척도변수를 속성별로 가중치를 적용하면, 가중치()는 속성에 대

해서 다음과 같이 표현할 수 있다.

  
   

   


  이러한 가중치적용방식은 범주형데이터 속성의 레코드의 경우에도 유사하게 

적용할 수 있다.
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2.1.2  k-means 알고리즘

  [Macqueen, 1967]이 제안한 k-means 알고리즘은 초기치 k를 기반으로, 군

집내 유사성은 높고 군집간 유사성은 낮게 되도록 개의 데이터를 k개의 군집

으로 군집화하는 기법이다. 이 때, 각 means들은 각 군집의 평균값을 취한다.













Figure 4. 2차원 평면상의 데이터와 군집간의 거리

  Figure 4에서 는 2차원 평면상의 한 점으로 표현된 데이터들이다. 는 먼

저 선정된 초기 군집의 중심   와 각각의 거리를 계산하게 된다. Figure 

4에서는 과 가장 가깝게 나타나므로 는 의 군집에 포함이 된다. 마찬가지 

방식으로 반복과정을 통해 모든 데이터를   와 거리를 계산해서 포함관

계를 찾아낸다.   들이 포함하는 각각의 데이터들에 대하여 데이터들의 

중심을 계산하게 되어  ′ 로 군집의 중심을 구한다. 알고리즘의 반복을 통해 

번 반복 후 
  

 의 결과가 변화가 없다면 군집분석을 종료한다.
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․ 유사도측정방법

  임의로 선택된  레코드에 대하여, 다른 군집과의 평균()거리를 기반으

로 군집분석을 진행한다.


 




∈

 


-   : 주어진 레코드의 위치

-   : 군집의 중심위치

  일반적으로 레코드간 거리 는 데이터에서의 레코드와 군집 간의 제곱오차의 

합으로 표현한다.

  

→ 입력 : 개의 수치형데이터베이스, 초기치 선정의 개수

 (1) 입력된 데이터에 대한 초기치 개의 평균값() 지정

 (2) 와 데이터간의 유클리드거리 기반의 유사도 측정

 (3) 유사도 값에 따른 소속 군집 할당

 (4) 군집의   갱신

 (5) 군집의 변화가 없을 때까지 (2)~(4)단계 반복수행

→ 출력 : 최적 배정  군집

Figure 5. k-means 알고리즘

  k-means 알고리즘은 수치형데이터에 최적화 되어있다. 군집내 및 군집간 유

사도를 유클리드 거리를 기반으로 설명하고 있으며, 레코드와 군집간의 거리가 

작으면 유사하다고 판단하여 해당 군집에 할당하며, 거리가 크면 상이하다고 판

단하여 다른 군집으로 할당하는 알고리즘이다. k-means 알고리즘은 수치형데이

터에서 분석 속도가 빠르고 좋은 결과를 보여준다. 하지만 거리 계산방식이 유클

리드거리를 기반으로 하기 때문에 범주형데이터 환경에서는 분석 할 수 없다. 또

한, k-means 알고리즘은 사용자가 군집의 초기치 개수 k를 미리 정해야 한다. 
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이는 잘 선정된 초기치는 최종 군집의 분류 정확도 및 결과에 영향을 주게 되며, 

초기치가 부적절하게 선정될 경우 군집분석의 결과가 매우 나쁘게 나타나는 문

제를 가지고 있다. 또한, 군집의 선정은 k개의 군집 중심을 임의로 선정함으로써 

정확도가 낮아지는 문제점이 나타나기도 한다.

2.1.3  EM 알고리즘

  [Dempster, Laird, Rubin, 1977]이 제안한 EM(Expectation-Maximization) 알

고리즘은 불완전 정보(missing data)에 대한 사후분포의 해석적 표현을 얻을 수 

있으며, 확률적인 모델을 기반으로 하고 있다. 완전 정보 데이터(complete 

data)의 최대우도추정(Maximum Likelihood Estimation)의 해석적 표현이 가

능할 때는 언제나 강력한 계산도구로 사용할 수 있으며, 추정치(estimate)가 안

정적이다. EM 알고리즘은 보이지 않는 잠재 변수(latent variable)에 의존하는 

확률모델에서 모수들의 최대우도추정치(Maximum Likelihood Estimates of 

parameters)를 찾고자하는 알고리즘이다. 

  완전 정보의 확률변수 와 불완전 정보의 확률변수 에 대하여 모수 벡터 

가 존재할 때, 를 최대로 하는 의 값을 찾는다. 이때,  는 의 

likelihood가 된다. 이때 log를 적용하면,  ln 이 된다.

  에 대한 확률분포는

                    

가 되며, 우도 함수는

                     

로 정의하게 되며 최대우도추정치를 구한다. EM 알고리즘은 임의의 모수 을 

이용하여 새로운 모수  을 E(Expectation)단계와 M(Maximization)단계로 
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나누어 찾게 된다.

  E단계에서는 불완전한 잠재 변수의 기대치를 계산하기 위하여 주어진 정보를 

이용하여 추정치를 구하고 불완전 정보에 대한 기댓값을 추정하게 되며,

                       log 

을 구한다.

  M단계에서는 주어진 데이터와 기대치가 부여된 잠재 변수를 이용하여 모수들

의 최대우도추정치를 계산한다. E단계에서 계산된 에 대하여 불완전 정

보의 기대 추정치를 최대우도추정치로 하는

                     arg  

을 찾는다.

  EM 알고리즘은 완전정보 모델의 최대우도 추정이 쉬울 때 특히 유용하다. 이 

알고리즘은 k-means 알고리즘을 확장한 개념으로서, 데이터를 특정한 군집에 

할당하는 방법이 아닌, 해당 군집에 속할 확률을 나타내는 가중치를 기반으로 군

집에 할당하게 된다. EM 알고리즘도 수치형데이터에 최적화 되어있으며, 초기치 

k를 임의로 선정한다

 

→ input : With any initial values of the parameter

   E-step : 
 

log
   M-step :   arg  

→ output : when the current parameter values approximately coincide with 

the previous ones

Figure 6. EM 알고리즘
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2.1.4  k-medoids 알고리즘

  [Kaufman, Rousseeuw, 1987]이 제안한 k-medoids 알고리즘은 k-means 

알고리즘이 수치적 이상치에 민감하다는 점을 고려하여 이를 개선한 방법이다. 

군집에서 레코드의 중심을 평균값으로 취하는 대신에 군집 중심에서 가장 가까

운 곳에 위치한 레코드를 medoids로 지정하고, 다른 레코드와 연관된 참조점 간

의 거리를 기반으로 하여 상이도 합을 최소화한다. k-medoids 알고리즘은 

(Partitioning Around Medoids)이라고 알려져 있으며, k-medoids 알고

리즘은 개의 초기 medoids를 임의로 선정한 후 개의 데이터를 개로 분할한

다. 데이터의 레코드들은 medoids간의 제곱오차가 가장 낮은 medoids로 소속되

며, 더 나은 medoids로 만들기 위해 반복적으로 medoids를 갱신한다. 군집의 

중심이 평균을 이용하지 않으므로, 이상치가 존재할 때 k-medoids 방식은 이상

치의 영향을 덜 받기 때문에 k-means 알고리즘 보다 효율적이다. 하지만 개

를 정해야 하는 문제점은 여전히 해결해야하는 문제점이다.

 ()

→ input : Initial setting. Choose the number of clusters, K,

   1. Select  entries   ∈  

   1.1 Assume initial cluster list  is empty

   2. Clusters update. Given K medoids ∈

   2.1 Determine clusters  ′(k=1, ..., K) 

       with the Minimum distance rule applied to dissimilarity ∈

   3. Stop-condition. Check whether  ′ . If yes, end clustering

      S={}, c= (). Otherwise, change  for  ′
→ output : Medoids update. Given cluster ,

      determine their medoids  (k=1,...k) and go to step 2

Figure 7. k-medoids 알고리즘(PAM)
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2.1.5  Fuzzy C-means 알고리즘

  [J.C.Bezdek,1974]이 제안한 Fuzzy C-means 알고리즘은 각 데이터의 레코

드들이 특정 군집에 속하는 정도를 계산하고, 이를 군집간의 거리로 나타내는 기

법이다. 군집과 레코드간의 유사성은 군집의 중심과 레코드간의 유클리드 거리에 

비례하게 되고, 이를 레코드와 군집간의 연관정도로 측정하게 된다.

  개의 레코드를      라고 하고, 퍼지 군집의 중심 벡터를 

    라고 하면, 각 군집과 데이터간 거리는 다음과 같이 표현된

다.

   
 




  




 

  

-.  :  번째 퍼지중심

-.  :   데이터의 연관정도

-.  : 각 데이터의 연관정도에 대한 퍼지값(1보다 큰 값 사용)

  

→ input : 군집의 개수(c)와 퍼지값() 계산

   1. 데이터의 연관정도 계산

     
 



을 만족하는 에 대한  갱신

   2. 군집의 중심 계산

      


 ,      

   3. 군집에 대한 소속 행렬  계산

       


 




 



 

 




→ 종료조건 : |{


 }| 

    종료조건이 만족할 때까지 2,3과정 회 반복 

Figure 8. Fuzzy C-means 알고리즘
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2.2  범주형데이터의 군집분석 알고리즘

2.2.1  범주형데이터의 속성

 ․ 명목변수

  명목변수(Nominal Variable)는 둘 이상의 상태를 가지고 있는 이항 변수의 

일반형으로서, 색상, 국가, 이름과 같이 구분할 수 있는 속성(attributes)이며, 속

성의 개수( )는    …   으로 이루어진 정수로 표현할 수 있다. 

  명목변수의 상이도 측정은 변수간의 단순비교를 통하여 계산한다. 그리고 레코

드간의 유사도 및 상이도 계산에 필요한 거리( )는 다음과 같이 표현된다.


 

-    : 전체 데이터내의 임의의 데이터,

-   : 전체 속성의 개수,

-   : 전체 속성 중 일치한 속성 개수

  즉, 단순 비교를 통하여 레코드간의 거리()가 크면 상이도는 증가하며 유사

도는 낮게 나타난다.

․ 이항변수

  0 또는 1로 표현되는 이항변수(Binary Variable)는 수치형으로 표현할 수 있

다. 하지만 이항변수에 대한 유클리드기반의 거리 측정 방식은 군집분석 결과에 

오차가 발생하게 된다. 그래서 이항변수에 대해서는 다음의 유사도 측정방식을 

사용한다.

 



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-    ,

-       ,

-       ,

-    

 ․ 서열변수

  이산서열변수(Discrete Ordinal Variable)는 명목변수와 유사하지만 서열 값

들이 의미를 가지고 순서화 되어있다. 예를 들어, 스포츠경기의 “금”, “은”, 

“동”은 명목변수이지만, 실제 변수가 포함하고 있는 가치는 다르며, 서열변수

의 개 항목에 대하여 1, …, 로 정의한다. 그리고 서열변수의 상이도 측정은 

구간 척도형 변수와 매우 유사하게 계산이 되며, 각 서열에 대한 가중치를 적용

함으로서 계산되어진다. 번째 데이터의 순위를 i f  라고 할 때, 번째 레코드의 

if 는 다음과 같이 표현할 수 있다.

i f  i f 

if 

  결국, 서열변수에서는 각 변수의 범위를 [0.0, 1.0]으로 표시함으로써 각 변수

들에게 일정한 가중치를 적용하여 상이도를 측정할 수 있다.
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2.2.2  k-modes 알고리즘

  [Huang, 1997]이 제안한 k-modes 알고리즘은 범주형데이터를 군집분석하

기 위하여 k-means 알고리즘을 확장한 기법이다. 유클리드 거리를 기반으로 하

는 k-means 알고리즘의 거리계산 방법을 확장하여 범주형 속성의 동일여부를 

레코드간의 거리로 판단하게 된다. 개의 레코드 집합으로 이루어진 데이터에서 

번째 레코드  ,( ∈)는      으로 개의 범주형 속성을 포함하

고 있다. k-modes 알고리즘은 번째 레코드의  ∈번째 속성의 속성값과 

번째 레코드의  ∈번째 속성의 속성값을 비교하여 유사도 측정에 필요한 

거리()를 계산한다.

자동차 취미 직업 집 수익

 티코 테니스 학생 아파트 100만원 이하

 티코 인라인 학생 단독주택 100만원 이하

 벤츠 테니스 의사 단독주택 100만원 이상

 소나타 골프 변호사 아파트 100만원 이상

Figure 9. 범주형데이터에 대한 속성 값 표현

  Figure 9에서 초기치로 { }가 선택될 경우, { }

는 다른 데이터들과 거리를 비교하게 된다. 이미 언급했듯이 범주형데이터의 속

성은 유클리드 거리 개념을 사용할 수 없으므로 확장된 방식으로 레코드를 비교

하게 된다. 범주형 속성은 비교하는 레코드의 속성 값이 같으면 0, 같지 않으면 

1을 취하며, 이에 대한 합을 유사도 거리로 정의 된다. 은  ,

및 에 대하여 (2, 5, 4)의 거리가 발생한다. 결국, 은 거리가 가장 

가까운 와 같은 mode를 구성하게 된다. 마찬가지 방법으로 는 

와 mode를 구성한다.
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  k-modes 알고리즘의 거리계산은  ∈   일 때,

  
  



  ,         

    , ∈

로 구한다.

  즉, 비교하는 데이터베이스의 레코드들에 대하여 각각의 속성 값이 같을 경우

는 0, 같지 않을 경우는 1로 계산하게 되며, 비교하는 레코드의 거리는 이들에 

대한 합으로 계산된다. 결국, 거리()는 두 레코드간의 상이도 값이 된다. 이

때 거리()가 증가하면 비교하는 레코드는 속성값이 다른 것이 많다는 것을 

의미하며, 거리()가 낮아지면 속성이 유사한 것이 많다는 것을 의미한다. 또

한, 알고리즘의 반복을 통해 레코드는 유사도가 높은 군집으로 할당된다.

 

→ 입력 : 개의 범주형 속성 데이터, 초기치 의 개수 지정

 (1) 입력된 데이터에 대한 초기치 들에 대한 선정

 (2) 와 레코드간의 상이도기반의 유사도거리 측정

 (3) 유사도 값에 따른 군집 할당

 (4) 군집의   갱신

 (5) 군집의 변화가 없을 때까지 (2)~(4)단계 반복수행

→ 출력 : 최적 배정  군집

Figure 10. k-modes 알고리즘

  k-modes 알고리즘도 초기치 개수 k개를 임의로 선정하는 문제점을 가지고 

있다. 또한 속성의 값의 동일여부만을 판단하므로 속성의 중요도를 판단할 수 없

다는 문제점을 가지고 있다.
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2.2.3  개선 k-modes 알고리즘

  개선 k-modes[오수민, 김철수, 2006] 알고리즘은 초기치의 선정을 유클리드

거리를 기반으로 선정하고, 이에 대한 유사도계산은 가중치를 적용하여 군집분석

을 수행한다. 또한, 기존 방식은 단순 비교를 통한 거리기반방식으로서 데이터 

속성 성질을 고려하지 않는다. 하지만, 개선 알고리즘에서는 특정한 속성에 가중

치를 적용함으로서 군집들 간의 상이도가 커지는 효과가 있으며, 좀 더 효율적인 

군집분석을 할 수 있다. 또한, 가중치는 초기 웨이트( )값 설정 시 사용함으로서 

알고리즘 수행에 영향이 적도록 하였다. 

  개선 k-modes 알고리즘은 기존 k-modes 알고리즘을 변형한 형태로서 다음

과 같이 표현된다.

       
         

     ,  ∈,  ∈

개선   

→ 입력 : 개의 범주형데이터베이스, 초기치 선정의 개수

Step 1.

1.1.  데이터에 대한 가중치 계산 및 속성의 영향력()설정

1.2. 초기치 선정

Step 2.

2.1  따른 와 전체 객체간의 유사도 계산

2.2 유사한 군집에 데이터 할당

Step 3.

3.1 군집의 변화가 없을 때까지 (Step 2) 반복수행

3.2 변화가 없을 경우 정확도 계산 및 출력

→ 출력 : 최적 배정  군집

Figure 11. 개선 k-modes 알고리즘
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2.2.4  Initial points refining algorithm

  [Bradly P, 1998]이 제안한 초기치 선정방법을 개선한     

  은 전체 데이터를 으로 요약하고, 에 대한 군집

분석을 수행하게 된다. 은   을 기반으로 군집분석을 수행하게 

된다. 결국 의 선정에 따라 군집분석결과가 달라지므로,   선정이 매

우 중요하다.

      

step 1 : // sub-sampling

1.0   

1.1 For     

1.1.1 Let   be a small random sub-sample set of Data

1.1.2 Let   be a randomly selected   sample from   

1.1.3   

1.1.4  ⋃  

step 2 : // Refinement

2.1   

2.2 For     

2.2.1. Let   

2.2.2. Let  ⋃   

step 3 : // Selection

3.1.    

3.2 Return ()

Figure 12. Initial points refining algorithm

  

  선택되어진 에 대하여 반복수행을 통해 군집들을 병합, 삭제의 과정을 

통해 최적의 군집분석 결과를 보여준다.
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2.2.5  k-representative algorithm

  [Thu-Hien Thi Nguyen, Van-Nam Huynh]이 제안한 k-representative 

algorithm은 군집의 센터를 정하는 방법을 개선한 알고리즘으로서 군집의 센터

를 군집 중심의 빈도를 이용하여 계산하는 방법이다. 군집 가    … 

로 정의 되었을 때,    ∈로 표현하게 된다.

  

1. Initialize a k-partition of   randomly

2. Calculate k-representatives, one for each cluster.

3. For each   calculate the dissimilarities

     

Reassign   to cluster   

Update both  , ′
4. Repeat Step 3 until no objet has changed clusters after a full cycle 

test of the whole data set. 

Figure 13. k-representative 알고리즘
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2.3  혼합형 데이터의 군집분석 알고리즘

2.3.1  k-prototype 알고리즘

 [P.A. Vijaya, M. Narasimha, D.K. Subramanian, 2004]은 일반적으로 데이

터는 수치형 속성과 범주형 속성으로 구분할 수 있으며, k-prototype 알고리즘

은 수치형 속성에 대해서는 k-means 알고리즘을 적용하며, 범주형 속성에 대해

서는 k-modes 알고리즘을 적용하고, 이 두 알고리즘을 결합하여 표현하였다. 

또한, 두 알고리즘을 병합하는 방식으로 기존에 가지고 있는 초기치 개수 k를 선

정하여 군집분석을 수행한다.

      개의 레코드들은 각각      의 속성을 

가질 때, 개의 수치형 속성과 개의 범주형 속성을 포함한다. 이때 두 속

성을 구분하여 연산을 수행하게 되며 거리계산은 다음과 같다.

 
  



 


  



 

 

→ 입력 : 개의 혼합형 데이터베이스, 초기치 선정

 (1) 입력된 데이터에 대한 초기치 개를 지정

 (2) 와 데이터간의 속성별 구분(수치형 속성, 범주형 속성) 및 

            웨이트() 적용, 유사도거리 측정

 (3) 유사도 값에 따른 군집 할당

 (4) 군집 갱신

 (5) 군집의 변화가 없을 때까지 (2)~(4)단계 반복수행

→ 출력 : 최적 배정  군집

Figure 14. k-prototype 알고리즘
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    알고리즘은 수치형 속성과 범주형 속성이 혼합된 데이터에 대해

서 효과적으로 군집분석을 할 수 있는 장점을 가지고 있다. 하지만 기존 

k-means 알고리즘과 k-modes 알고리즘에 대하여 단순히 혼합한 방식이므로 

기존에 가지고 있는 초기치 선정 문제를 가지고 있다. 또한, 범주형 속성과 수치

형 속성 간의 웨이트()적용 방식에 대한 연구가 필요하다.
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3  초기치 선정 방법

  수치형데이터에 대한 분석기법은 k-means 알고리즘을 기반으로 다양한 기법

이 개발되고 있으며 다양한 분야에서 활용되고 있다. 이들 알고리즘은 k개로 선

정된 초기치를 기반으로 군집분석을 수행하게 되며, 초기치와 레코드간의 유사도

를 계산하는 다양한 연구가 진행되어져 왔다. 하지만 초기치의 개수 k개를 결정

하는 문제는 아직도 많은 연구가 필요하다. 즉, 임의의 데이터가 4개의 군집으로 

이루어져있다면 초기치의 개수 k를 4로 정하고, 이 4개의 초기치를 어떻게 선택

하느냐에 대한 연구는 다양하게 이루어지고 있다. 하지만 4개의 군집이라는 것

을 모르는 경우, 초기치를 왜 4개로 정해야하는지에 대한 논의는 부족한 편이다. 

특히, 컴퓨터를 기반으로 하는 기계 학습의 경우 임의의 대용량 데이터나 시계열 

데이터처럼 실시간으로 발생하는 데이터에서는 최적의 k에 대한 결정은 기존의 

방법으로는 한계를 가지고 있다. 본 논문에서는 최적의 k를 결정하는 방법과 데

이터와 군집간의 유사도를 계산하는 기법을 제안하는 새로운 방법으로 크게 두 

가지를 고려하였다. 첫째, 범주형데이터의 군집분석을 위한 새로운 초기치 선정

을 위해 연구자의 자의적 결정을 최소화하면서 초기치를 선정하는 방법과, 초기

치들 간의 유사도 계산 시 데이터의 속성을 고려하면서 유사도를 계산하는 방법

을 제안한다. 이 두 가지 방법을 알고리즘에 적용하기 위해 몇 가지 고려해야할 

점이 있다. 군집분석기법과 계층적 분류기법의 차이점, 기계학습, 범주형데이터의 

수치적 표현 및 대용량 데이터에서의 샘플링 등이다.

ᆞ군집분석기법과 계층적 분류기법의 차이점

  군집분석과 계층적 분류기법은 둘 다 데이터를 구분한다는 점에서는 같은 목

적을 가지게 된다. 분류기법은 의사결정에 있어 주어진 범주형 레이블을 기반으

로 지도학습(supervised learning)으로 분석된다. 즉, 이미 결정된 결과를 목적

으로 하여 최적의 결과를 도출하는 방식이며, 본 논문에서 다루고 있는 군집분석
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은 자율학습(unsupervised learning)을 지향한다. 또한, 군집분석에서는 이미 

분류된 데이터도 군집의 변화가 발생 할 경우 데이터의 정보를 갱신한다.

ᆞ데이터 샘플링

  데이터를 분석하는데 있어 표본분석은 모집단을 설명하는 가장 대표적인 방법

이다. 일반적으로, 모집단이 매우 크며, 조사가 용의치 않은 경우 샘플조사를 하

게 되며 이는 샘플의 반복추출을 통해 보다 정확히 모집단의 정보를 예측할 수 

있다. 특히, 중심극한정리는 이러한 반복추출로 인해 발생하는 샘플의 정보가 정

규분포에 가까워지고 있으며 이는 모집단의 정보를 대표한다는 점에서 매우 유

용하다. 본 논문에서는 데이터의 레코드수가 적은 경우는 모든 데이터를 전수 분

석하였으며, 레코드의 수가 많은 경우는 레코드를 100개씩 샘플을 수집하여 분

석하였다.

ᆞ범주형데이터의 수치화

  일반적으로 범주형데이터의 수치화는 명목척도로서의 수치화표현이다. 즉, 범

주형데이터를 수치화하는 것은 의미가 없어진다. 하지만, 속성 내에서 범주 값 

빈도들의 분포는 그 속성을 대표한다고 할 수 있으며, 이러한 분포는 다항분포가 

된다. 아울러 군집간의 유의성은 -test와 Fisher's exact probability test를 

이용하여 분석하였다.

ᆞ기계학습

  기계학습은 훈련데이터를 통해 주어진 속성을 기반으로 결과를 예측하는 기법

을 의미하며, 정해져있는 예측이 아닌 임의의 결과를 발견할 수 있으며, 일반화 

할 수 있다. 기계학습의 대표적인 예로서 신경망, 결정트리, 유전알고리즘, 선형 

분별분석, k-Nearest Neighbor, 퍼셉트론, SVM 및 EM 알고리즘 등이 있다.

ᆞmode와 군집

  mode는 하나의 데이터로도 표현할 수 있을 정도의 강한 유사성을 내포하고 

있는 데이터들의 집합이다. 군집은 이러한 mode들의 병합과 갱신을 통해 생성
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되는 mode들의 집합이 된다.

ᆞFisher's exact probability test

  Fisher's exact probability test는 범주형데이터에 대한 교차분석에서 유용하

게 활용되고 있다. A요인과 B요인이 독립이고 기대빈도가 5보다 작은 셀이 존

재할 경우 일반적으로 Fisher's exact probability test을 활용하게 된다. 

B1 B2

A1 a b a+b

A2 c d c+d

a+c b+d N
 




 

 
  

 


 



  본 논문에서 다루고 있는 범주형데이터에 대한 분석에서 군집분석의 주요한 

논의 중 하나는 이 Fisher's exact probability test을 이용하여 mode간의 유의

성을 검정하고, 그 결과를 유사도 값으로 정의하였다.
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3.1  제안 알고리즘

  범주형 속성으로 이루어진 개 레코드 집합        에 대하여 

      는 (∈)번째 레코드이며, 번째 레코드는 개의 범주

형 속성    으로 구성되어 있다. 개의 범주형 속성에 대하여 

∈는 다양한 범주형 속성 값을 가지고 있다. 

         










   

   

   
   

성값










   
   

      

     

  ∈번째 레코드의 ∈번째 범주형 속성의 값

  임의의 레코드 는 개의 속성에 대하여 다양한 속성 값으로 구성되어있다. 

예를 들어, 은 레코드의 첫 번째 범주형 속성()의 속성 값들 중 번째 범주

형 속성 값을 의미한다. 

  군집분석에서 연구자는 초기치 를 임의로 정하게 된다. 알고리즘에 따라 군집

의 수는 적절히 조절되기도 하지만, 결국은 연구자가 정한 k의 영향을 받게 된

다. 이러한 방식은 기존 데이터의 정보가 제공되는 경우에는 매우 유용하다. 하

지만, k개의 초기치가 어떻게 선정되느냐에 따라 분석결과가 크게 달라질 수 있

음을 의미한다. 또한, 대용량의 데이터 및 실시간으로 생성되는 데이터에 대해서 

k의 개수를 미리 정하는 방식은 효율적이라고 할 수 없으며, 새로운 정보가 발생

했을 때 유연하게 대처할 수 없다.

  본 연구에서는 대용량 데이터 및 실시간 데이터 등에서 데이터에 대한 정보를 
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전혀 알 수 없는 경우를 고려한 범주형데이터로 하였다. 만약, 분석하는 모든 데

이터가 하나의 군집으로 요약될 경우, 초기치 값은 한 개만 있으면 된다. 임의로 

선정된 한 개의 초기치는 어떤 레코드가 선정되더라도 군집에 영향을 주지 않는

다. 군집이 하나 이상으로 이루어진 데이터일 경우 초기치를 새롭게 생성시켜 새

로운 군집의 초기치로 정한다. 따라서 본 연구에서는 연구자가 임의로 선정하는 

최초의 초기치의 개수를 1개로 하였으며, 초기치를 기반으로 여러 개의 초기치 

mode들을 생성시키고, 이를 병합, 갱신하면서 군집의 결과를 최적화함으로써, 

군집의 개수를 추정하였다.

Figure 15. 제안 알고리즘의 전체과정

  Figure 15는 제안 알고리즘의 전체적인 과정을 보여주고 있다. 데이터 에서 

첫 번째 초기치 레코드 (=∈)을 임의로 선정하고 (∈)와 의 유사

도( )를 비교한다. 유사도 값이 한계기준 보다 크다면 레코드  는 과 동일

한 mode를 구성하며, 보다 작으면 새로운 mode를 생성시킨다. 데이터의 모든 

레코드들은 (∈)개의 mode들과 비교하여 유사하면 해당 mode에 소속되
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며, 모든 과 비교하여 유사도가 낮으면 번째 mode를 생성한다.

  k-means 알고리즘에서는 군집의 중심을 레코드와 군집간 거리의 평균을 이

용하지만, 제안 알고리즘에서는 해당 속성의 최빈값의 범주형 속성 값을 각 속성

의 대푯값으로 하여 mode를 선정한다. 이후 과정에서 한계기준 는 군집의 유

사도를 조절할 수 있는 기준으로 이용되며, 한계기준 를 1에 근접한 값으로 설

정하면 초기 군집들은 내부적으로 강한 유사도를 지니게 되며, 한계기준 를 0

에 가깝게 설정하면 각각의 초기 군집의 크기는 커지고, 약한 유사성을 보이게 

되지만, 초기치 군집의 개수는 적어진다.
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3.2  한계기준 

3.2.1  한계기준 의 선정

  일반적으로 모집단이 매우 클 경우 데이터를 전부 조사하는 방법은 비효율적

이거나 불가능한 경우가 많다. 이에 대하여 본 연구에서도 주어진 데이터를 전부 

사용하지 않고, 임의의 표본을 추출하여 이를 기반으로 군집분석의 초기치 개수

의 추정과 군집분석을 수행하였다. 표본은 균등분포(U(0,1))를 기반으로 m개의 

데이터를 추출하였다. 이때 m개의 데이터에 대하여 두 개의 데이터를 임의로 추

출하고, 이에 대한 k-modes 알고리즘의 유사도  를 구하였다. 이를 반복하여 

유사도계산 결과 집합     를 구하고, 이에 대한 평균유사도 

을 계산한다. 은 초기 mode를 정하는 한계기준 가 된다. 또한, 은 분

석하는 데이터의 전반적인 유사도를 알 수 있는 정보가 된다. 예를 들어, 속성이 

22개인 mushroom 데이터의 8124개의 데이터들 중 300개를 표본으로 샘플링

하고, 표본 개수의 30%정도에 대한 유사도를 계산한 경우 =18.5이면, 한

계기준은 19로 정한다. 결국, 비교하는 데이터와 mode에서 19개의 속성이 동일

하면 같은 mode에 소속되며, 이보다 낮으면 새로운 mode를 발생하게 된다. 즉, 

군집의 개수를 결정하는데 주요한 역할을 하는 한계기준 를 연구자가 자의적으

로 정하지 않고 데이터 자체적으로 발생하는 값을 이용함으로서 분석하는 데이

터에 대한 상대적이고 합리적인 기준이 된다. 이후 한계기준 는 제안 알고리즘

의 유사도 계산에 활용된다.
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Figure 16. 군집내 유사도( )과 군집간 유사도() Figure 17. 과에 따른 의 상대적 위치

  Figure 16에서는 mode의 구조를 보여주고 있다. 데이터의 레코드는 같은 

mode내에서는 강한 유사도를 보이며, 다른 mode의 레코드들과는 약한 유사도

가 나타나야 한다. 이때, mode내의 레코드를 샘플링 하여 평균 유사도 을 구

할 수 있으며, 이때, 각 mode별로 값은 일반적으로 비슷하게 나타난다. 을 

결정하는 속성의 종류가 각 mode별로 차이가 있으나 전체적인 유사도는 비슷하

게 나타난다. 은 mode간의 유사도 평균이다. 각 mode들은 대표 mode를 가

지게 된다. 속성의 값이 수치형 값이 아니므로 속성의 평균을 할 수 없기 때문에 

속성 값의 빈도가 가장 높은 속성 값을 그 속성의 대표속성으로 하며 모든 속성

별로 대표속성을 모아서 해당 mode의 대표 mode가 되며, 이 때 각 대표 mode

가 임의의 레코드가 되지는 않는다. 

  한계기준 는 초기 생성되는 mode들의 유사도 및 초기치 mode의 개수를 결

정하는 한계기준의 기능을 수행한다. 많은 연구에서 이러한 의 값을 경험적 수

치로서 정의하고 있다. 제안 k-modes 알고리즘에서 유사도 계산은 속성값이 동

일한지에 따라 1과 0으로 구분한다. 두 속성의 값이 같다면 1, 다르면 0으로 하

므로, 두 레코드의 유사도는 최소값은 0에서 최대값 22를 가지게 된다. 또한, 만

약 두 레코드가 유사하다면 유사도 값이 증가하게 된다. 한계기준 의 값을 높게 

설정하면 레코드간의 mode의 유사도는 강하게 군집되며, 한계기준 의 값을 낮

게 설정하면 mode의 유사도는 낮아지게 된다. 본 연구에서는 이러한 한계기준 
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의 값을 임의의 값이 아닌 데이터의 속성들 간의 평균유사도를 기반으로 설정

하는 방법을 제안한다. 대표 mode들 간의 k-modes 유사도 결과 값은 상이도

가 증가하므로 유사도 값은 낮아지게 되며, 평균 유사도가  이 된다. 일반적으

로 은  보다 낮게 나타난다. 군집의 갱신과정에서는 한계기준이 필요하다. 

즉, 주어진 한계기준에 대하여 분석을 더 수행해야 하는지 여부를 결정해 줄 기

준 값이 필요하다. 기존의 한계기준은 연구자가 임의로 정하였으나, 본 논문에서

는 한계기준을 로 정의하고 이를 과 을 이용하여 정의함으로서 연구자의 

자의적 결정을 배제할 수 있다.

  한계기준 는 

   ×




로 계산한다. 

Figure 18. 군집간의 유사도 따른 의 상대적 위치

  Figure 18은 과 에 대한 상대적 의 상대적 위치를 보여주고 있다. 만

약 군집내 레코드의 평균 유사도()가 높고 군집간 유사도()가 낮다면, 한

계기준 의 값도 낮아지게 된다. 또한, 군집내 레코드의 평균 유사도()가 높고 

군집간 유사도()도 높으면 한계기준 의 값은 증가하게 된다. 즉, 레코드들의 

유사도가 높으면 도 자연스럽게 높은 값의 한계기준을 정하게 됨으로서, 한계기

준 는 과,의 값의 특성에 따라 상대적 위치로 결정된다.
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3.2.2  mode의 병합 및 갱신

  한 레코드와 다른 레코드간의 유사도를 비교하면, 그 유사도 값들은 다양하게 

나타날 것이며, 이는 상황에 따라 다양한 분포를 보인다. Figure 19에서는 

k-modes 알고리즘의 유사도계산 결과에 대한  한계기준을 보이고 있다.  분

위수는 레코드와 레코드간의 유사도 값에서 유동적으로 변하며 해당 레코드와  

분위수 이상 유사할 경우 같은 mode가 되며, 그 이하의 유사도에서는 새로운 

mode로 정의된다.

Figure 19. 한계기준 와 레코드 간 유사도비교

  Figure 19에서는 초기치 군집과 레코드간의 유사도에 대하여 분위수의 한계

를 보여주고 있다. 레코드들은 해당 군집과 유사도를 비교한 후 분위수보다 유

사도 값이 크다면, 이는 같은 군집으로 병합하게 된다. 즉, 한계기준 보다 유사

도가 크다는 것은 비교하는 두 레코드가 유사한 점이 많음을 의미한다. 이는 개

선 k-modes 알고리즘을 보다 효율적으로 개선시킨 방법으로 제안 알고리즘의 

기반이 된다.
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98%

정확도

 95%

정확도

 90%

정확도

( )

정확도

 80%

정확도

 98%

mode개수
-0.322

 95%

mode개수
0.227

 90%

mode개수
-0.402

(  )

mode개수
0.387

 80%

mode개수
0.378

Table 1. 한계기준 에 따른 초기치 정확도와 mode의 개수와의 상관관계

  Table 1에서는 한계기준 값에 따른 초기 mode의 분류 정확도와 초기치 

mode 개수와의 관계를 보여주고 있다. 초기 mode의 분류 정확도는 초기치가 

많을수록 정확도는 높아지게 되지만 적절한 군집으로 분류되었을 때도 분류의 

정확도가 유지되어야 하므로, 적절한 초기치의 선정이 매우 중요하다. 본 논문에

서는 과 을 이용한 분위수를 가장 최적화 시킬 수 있는 기준으로 하였다. 

두 레코드가 이상 동일하다면 이는 최종적으로는 동일 군집으로 판단한다. 

()%의 유의성이 존재할 수 있으며, 레코드들은 mode의 갱신과정에서 좀 

더 최적의 mode가 있다면 갱신되어진다.
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3.3  초기 mode의 유사도 및 갱신

3.3.1  기존 k-modes 알고리즘의 개선

  초기 mode들은 개의 최적의 군집으로 병합, 갱신 하는 과정이 필요하다. 일

반적으로 초기 mode들은 (∈)번째 속성에 대하여  개의 속성 값을 가지고 

있으며, 이것은 개의 속성 값이 가지는 확률  로 나타나는 다항분포

이다. 즉, 각각의 mode들은 개의 다항분포를 포함하게 된다. 각각의 초기 

mode들은 속성별로 다항분포를 취하게 되며 초기 mode간의 유사도는 각 속성

별 다항분포의 유의성의 합으로 정의한다. 비교하는 두 초기 mode의 번째 속

성에서 개의 속성 값들을 포함하므로, 각 속성 값들에 대한 비교가 가능하다. 

만약, 두 초기 mode의 (∈)번째 속성 값에서 유의한 차이가 없다면 유사한 

mode로 판단할 수 있으며 차이가 크다면 상이한 mode로 판단한다. 본 논문에

서는 속성의 빈도에 대한 비교는 Fisher's exact probability test를 수행하였으

며 mode간의 유사도는

       


 

 
 ∈ 

이다.

  실제 두 가지 속성을 비교할 경우 제안 알고리즘의 유사도 계산은 다음과 같

다.

 




 ′ 



 





′ ′


′  ′

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Figure 20. mode의 속성 값과 mode의 비교 및 병합

  Figure 20에서 ,(∈ )를 기반으로 하는 초기 mode 와  

∈간의 비교과정 보여주고 있다. ~에서는 모든 속성에서의 빈도들이 

비슷한 분포를 보이므로 와 은 유사하다는 결론을 내리고 병합하게 된다. 병

합된 와 은 새로운 mode가 되며 {    }의 속성값으로 이

루어져 있다. 
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3.3.2  Chain k-modes 알고리즘

  지금까지는 각 mode에 대하여 각 속성별 비교만을 수행하였다. 하지만 범주

형데이터의 특성상 범주형데이터의 연관성은 군집의 특성을 대표하므로 매우 중

요하다. 즉, 자동차라는 범주에 대하여 고가의 자동차를 구입하는 사람들이 집이

라는 범주에서는 고가의 집을 보유하고 있을 확률은 당연히 높아진다. 이러한 범

주들이 수치형 속성일 경우에는 각 속성에 대한 상관분석 및 다중회귀분석 혹은 

로지스틱 분석 등 다양한 방법으로 분석할 수 있다. 하지만 데이터가 범주형으로 

이루어져 있으며, 속성이 다양하게 나타나고 군집에 대한 정보가 부족할 경우 기

존의 방법으로는 해결할 수가 없었으나, [오수민, 송준모, 김철수, 2012]에서는 

범주형 속성을 Chain으로 연결하여 다양한 범주형 속성들을 군집분석 할 수 있

었다. 본 연구에서는 범주형 속성간의 Chain을 구성하여 비교함으로서 

k-modes 알고리즘의 군집분석 방법을 개선한 Chain k-modes 알고리즘을 제

안한다.

Figure 21. Chain mode의 속성 값과 mode의 비교 및 병합
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  Figure 21은 Chain mode의 속성 값과 mode의 비교 및 병합을 보여주고 있

다. Chain k-modes 알고리즘은 속성들을 Chain으로 연결하여 각 연결에 대한 

빈도를 알 수 있다. 즉, 기존의 방법이 자동차 범주와 집이라는 범주를 서로 독

립적인 관계로 보고 있다면, Chain 방법은 자동차와 집의 두 범주를 동시에 확

인할 수 있으며, 이러한 체인간의 빈도 역시 다항분포를 취하게 된다. 또한, 이를 

응용하면 3개 이상의 Chain도 구성이 가능하다. 하지만 Chain을 구성할 경우 기

존에는 데이터가 p개의 속성을 포함할 경우 p회의 유사도 계산과정이 필요하다. 

또한 비교하는 초기 mode의 개수가 개일 경우 최종적으로 회의 계산과정이 

필요하다. 하지만 Chain의 경우 각 데이터 당  개 Chain이 발생

한다. 

 

(a)                            (b)

(c)

Figure 22. 기존 알고리즘과 제안 알고리즘의 수행횟수 비교

  Figure 22는 기존 알고리즘과 제안 알고리즘의 수행횟수를 비교한 결과이다. 

제안 알고리즘은 개의 속성에 대하여 비교하는 속성이 2개일 경우 발생하는 체

인은 기존 알고리즘에서 비교해야하는 회수 보다 상대적으로 많은 비교를 요구
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한다. 이는 단순 반복횟수의 증가분이므로 병렬처리 시스템 등을 이용할 경우 해

결할 수 있다. 또한, 반복횟수의 조절은 실제 모든 Chain을 전부 확인할 필요는 

없으므로 유용한 속성에 대한 Chain만을 비교하였을 경우에도 결과값에는 영향

을 주지 않는다.

Figure 23. mode개수에 따른 기존 k-modes와 Chain k-modes의 반복회수 비교

  Figure 23는 Mushroom data set에서 속성의 개수 22개에 대한 초기 mode

의 개수에 따른 반복회수를 보여주고 있다. 기존 k-modes 알고리즘 방식으로는 

속성의 연관성을 고려하지 못하는 반면 mode의 개수가 증가할수록 수행속도는 

완만하게 증가하고 있으며, 속성의 연관성을 고려한 Chain k-modes는 비교하

는 mode의 개수가 증가할수록 상대적으로 많은 계산량을 요구한다. 본 논문에

서는 이러한 성질을 이용하여 두 가지 방법을 모두 고려하였다. 

  원본 데이터에서 초기치 mode가 다량으로 생성될 경우에는 기존 k-modes 

알고리즘을 수행하고, 초기치 mode가 병합 갱신하는 과정에서 mode의 개수가 

10개 이하의 mode로 갱신될 경우부터는 Chain k-modes 알고리즘을 활용하여 

보다 엄밀히 군집분석을 수행한다. 또한 많은 Chain을 효율적으로 비교하기 위

하여 유사도 계산을 -test가 아닌 Fisher's exact probability test로 하였다. 

결국, 제안하는 알고리즘의 유사도 계산방식은 개의 속성에 대하여 2개의 속성
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의 빈도를 동시에 비교하는 방식이며 이에 대한 유의성 검정을 통해 유사도를 

계산한다.

Figure 24. Chain k-modes 알고리즘에서의 빈도 비교

  Figure 24에서는 두 개의 연결된 속성에 대하여 발생하는 Chain들을 모두 비

교하는 것이 아니라 각 체인에서 발생하는 Chain 중 빈도가 가장 높은 Chain의 

빈도를 이용하여 Fisher's exact probability test을 한다. 예를 들어, 의 첫 

번째 항목의 A2[3]-B2[4](2)는 A속성 중 A2요인이 3개 있으며, B2요인이 4

개 있는 항목과 연결된 경우가 2가지로 나타나므로, 의 mode는 속성 A, B에 

대하여 A2[3]~B2[4]가 연관성이 높은 Chain이라는 것을 의미한다. 이에 대하

여 , 에서 A2와 B2의 빈도는 은 3과 3이고 은 0과 7이다.
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 와 , 에 대하여 A2, B2 속성에 대한 Fisher's exact probability test 

검정결과는 다음과 같다.

   

 

A2 3 3

B2 4 3         

 

A2 3 0

B2 4 7    

  즉, A2와 B2로 이루어진 Chain에 대하여 는 에 대한 유사성이 더 높다는 

것을 알 수 있다. 이러한 방식으로 모든 Chain들에 대하여 유사도를 계산하고, 

알고리즘의 반복과 갱신을 통해 각 레코드의 소속 mode의 변화가 없을 때까지 

알고리즘을 수행하면, 해당 mode를 최적화 된 군집으로 판단하고 알고리즘을 

종료하게 된다.
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3.4  초기치 개수 선정 및 종료조건

3.4.1 초기치 개수의 선정

  초기치의 개수는 군집분석에 있어서 가장 중요하다. 초기치의 개수를 몇 개로 

하느냐에 따라 군집분석의 결과가 완전히 변하거나 군집의 정확도가 큰 폭으로 

변하게 된다. 많은 연구에서 선정된 초기치를 최적화 하는 방법을 제안하고 있으

나, 몇 개의 군집으로 수렴되는지에 대한 논의는 미흡하다. 본 연구에서는 다양

한 초기치에 대하여 새로운 비교방법인 Chain k-modes 알고리즘, 한계기준 

와 Fisher's exact probability test를 기반으로 mode의 병합 및 갱신과정을 통

해 최적의 군집으로 수렴되도록 하였다.

Figure 25. 제안 알고리즘의 초기치 수렴

  Figure 25에서는 제안 알고리즘을 Mushroom data에 적용하여 초기치 mode

들이 생성, 병합 및 갱신되는 과정을 보여주고 있다. 대부분의 결과에서 mode들

은 2개로 병합되고 있으며, 몇몇 실험에서는 군집이 3개 혹은 5개로 군집화 되
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는 경우를 볼 수 있다. 하지만 대부분의 실험에서 2개의 군집으로 되는 경우가 

많으므로, 우리는 데이터가 2개의 군집으로 이루어져 있으며, 초기치의 개수는 2

개로 결정 할 수 있었다. 즉, Mushroom data가 2개의 군집으로 이루어져 있을 

확률이 높음을 의미하며, 실제 Mushroom data는 독이 있고, 없음의 2가지로 구

분된다.
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3.4.2  종료조건

  제안 Chain k-mode 알고리즘의 종료조건은 두 가지 조건으로 발생한다. 첫

째로 고전적인 조건으로서, 기존 k-mode 알고리즘의 종료조건과 동일하다. 즉, 

레코드의 소속군집이 반복에 따른 변화가 없을 경우, 군집분석기법은 분석이 완

료 되었다고 판단한다. 본 연구에서도 종료조건은 동일하지만, 추가적인 조건이 

포함되게 된다. 둘째 조건은 군집분석과정에서 발생하는 과 으로 판단하는 

것이다. 은 군집 내 유사도 값으로서 군집내 유사도의 정도를 파악할 수 있으

며, 은 군집간 유사도로서 군집간 상이도를 알 수 있다. 일반적으로 은 

보다 항상 높게 나타나야 한다. 왜냐하면, 군집분석의 기본 조건이 군집내 레

코드들 간에는 높은 유사도가 나타나야 하고, 서로 다른 군집간 레코드에서는 낮

은 유사도(높은 상이도)가 나타나야 하기 때문이다.

 

Figure 26. 제안 chain k-modes 알고리즘의 종료조건

  제안 알고리즘은 데이터를 여러 개의 mode들로 분리하고 다시 병합 갱신하는 

과정을 하면서 최적의 군집을 추정하게 되며, 이때 너무 많은 군집을 병합하다보

면 상이한 군집도 병합할 수 있다. 만약, 병합된 군집들의 군집내 유사도들과 군

집간 유사도를 비교하여 군집간 유사도가 군집내 유사도보다 높게 나타나면 군

집분석기법은 수행과정을 종료하게 된다.
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3.5  Chain k-modes 알고리즘

 mod 

STEP I.

1. 랜덤 초기치 mode   생성

2. ~( ∈ )간의 k-modes 알고리즘을 이용한 유사도() 계산

2.1 유사도 한계기준 정의

2.2 샘플 데이터의 유사도  측정

    2.2.1   : 기존 mode에 포함

    2.2.2 < : 새로운 mode로 정의

3. 개의 군집     생성

3.1 초기 mode 병합 

3.2 초기 mode 갱신

STEP II.

4. 초기 mode ~의 유사도 계산

4.1 각 mode를 기반으로 속성의 빈도

4.2 속성의 Chain을 적용한 유사도 계산

4.2 Fisher's exact probability test

4.3. 개의 군집으로 갱신

4.4 종료기준 : 군집내 유사도 평균 < 군집간 유사도 평균

5. 최적의 군집화 완료

Figure 27. 제안 Chain k-modes 알고리즘
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4  실험결과

  본 논문에서는 Chain k-modes 알고리즘의 성능을 확인하기 위하여 실험 데

이터를 생성하여 정확도를 확인하였으며, UCI Machine Learning Repository에

서 제공하는 Mushroom dataset과 Small Soybean dataset을 대상으로 실험하

였다. 분석도구는 R-program(3.0.1)을 활용하였다. 실험 데이터의 생성은 군집

의 개수가 2개와 3개인 경우 및 4개인 경우에 대하여 군집의 혼합된 정도를 조

절하면서 확인하였다. Mushroom dataset과 Soybean data에 대해서는 기존 

k-modes 알고리즘과 개선 k-modes 알고리즘, 제안 알고리즘을 비교하였다. 

기존 k-modes 알고리즘은 초기치 mode의 개수를 알고 있는 경우 임의로 선정

된 초기 mode를 기반으로 군집분석을 수행하며, 개선된 k-modes 알고리즘은 

초기치 mode의 정보를 알고 있는 경우, 좀 더 최적화된 mode를 선정하여 분석

하는 방법이다. 본 논문에서 제안하는 방법은 군집의 개수가 알려지지 않았을 경

우를 한 개의 초기치를 기반으로 최적화된 군집으로 군집하는 방법이다.

4.1 Simulation

  시뮬레이션은 R-program을 사용하였다. 실험은 임의로 k개의 다차원 정규분

포를 발생시킨 후, 이를 제안 Chain k-modes 알고리즘으로 군집분석을 하여 

실제로 k개의 군집으로 잘 군집하는지를 확인하였으며, 군집의 개수가 다른 경우 

이것이 의미하는 것이 무엇인지 분석하였다.

  먼저, 다차원 정규분포를 발생시키기 위하여 R에서 추가 패키지 중 

"mvtnorm(On Multivariate t and Gauss Probability in R)"을 이용하였다. 본 

연구는 범주형 속성에 대한 군집분석을 목표로 하므로 수치형으로 발생하는 정

규분포를 범주형데이터로 변환해야한다. 이에 대해서는 정규형으로 발생된 모든 

데이터 값을 가우스 함수(Gaussian function)를 처리하여 정수로 표현 함으로

서, 이를 범주형데이터로 정의하고 분석하였으며, 데이터의 속성은 정규분포의 



- 50 -

차원이 된다.

Figure 28. 수치형데이터와 범주형데이터의 비교

  Figure 28은 수치형데이터를 범주형데이터로 변환한 결과를 비교하고 있다. 

먼저, R 소프트웨어의 mvtnorm 패키지를 이용하여 평균이 5이고 표준편차가 

0.3인 정규난수 300개를 발생시킨다. 난수들은 3~7사이의 값이 발생하며, 이는 

연속형 값으로 표현된다. 발생된 난수에 대해서는 수치적 계산이 가능하며, 범주

적 개념은 아직 적용할 수 없다. 이때, 난수들에 대하여 가우스함수를 적용하면 

모든 난수들은 4~7사이의 정수값으로 표현된다. 물론 가우스 함수에 의해서 변

형된 난수들도 수치형이다. 하지만 이를 범주형 자료에 대한 명목형 변수와 동일

하다. 만약, 4=A, 5=B, 6=C, 7=D라고 하면, 결국,  을 따르는 정규분

포의 수치형 데이터의 속성은 속성값이 주로 B와 C의 빈도가 많은 범주형 데이

터의 속성으로 변환된다. 이러한 방법으로 다변수 정규분포로부터 여러 개의 범

주형 속성으로 구성된 범주형 데이터를 발생시킬 수 있다.
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N 1차원 2차원 3차원 4차원 5차원 6차원 7차원 8차원 9차원 10차원 소속군집

1 3.4 5.7 9 8.8 9.3 11.1 10 10.9 13.7 13.8 1

2 4.1 5.3 6.8 8.1 8.6 11.3 11.3 11.3 12.5 14.9 1

3 5.7 5.7 7.2 7.7 9.2 9 10.3 13.3 12.8 15 1

4 4.8 6.1 8.1 7.8 10.4 9.2 11.4 13.1 13.5 14.4 1

5 6.5 6.3 6.6 9.3 9.3 10.7 11.9 11.7 13.9 13.4 1

6 5 6.8 7.6 8.5 10.2 9.1 10.8 12.6 13.5 13.9 1

7 4.8 4.5 7.4 9.3 8.3 10.9 11.3 12.3 12.8 14.5 1

8 4.6 5.4 7.5 7.7 7.3 9.7 10.6 12.3 13.4 14.1 1

9 3.1 6.4 7.8 6.2 8.6 10 9.6 11.4 13 13.5 1

10 5.8 5.5 6.1 7.1 9.6 9.2 9.6 11.4 13 14.1 1

11 4.1 6 6 8.1 10.5 9.9 10.8 12.4 13.3 15.1 1

12 5.4 6.9 9.2 7.4 9.7 10.2 11.3 11.9 12.3 14.2 1

13 3.8 6.2 7.6 7.2 8.9 10.3 9.6 11.3 12.7 15.2 1

14 5.1 5.7 6.7 8.2 8.8 10.5 10.7 11.8 12.9 14.5 1

⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮
1 6.1 7.2 8.5 8.9 9.6 11.2 12.7 13.3 14.5 15.2 2

2 6.5 7.4 8.3 9.3 10.1 11.1 12.1 13.3 14.4 15.2 2

3 6 6.9 7.9 8.7 9.8 10.8 11.9 13.2 13.8 15 2

4 6.2 7.2 8 8.6 9.6 11.1 11.5 13.1 13.6 14.7 2

5 6.2 7 8.3 9.1 10.2 11.5 12 12.7 14.6 15 2

6 5.9 7.4 8.2 9.2 10.2 10.6 12.1 12.9 13.7 14.9 2

7 5.7 7.1 8.1 9.1 10.3 11.1 11.8 12.7 13.7 15.3 2

8 5.9 7 7.8 8.8 9.5 10.4 11.8 12.7 13.7 14.9 2

9 6.3 7 8.5 8.8 10.2 10.9 11.8 12.8 13.9 15.6 2

10 5.9 6.7 8.5 9.4 10.2 11.4 12.5 13.1 14 15.4 2

11 5.8 7.1 7.6 9.2 10.1 10.9 11.9 12.9 14.4 15 2

12 6 6.8 7.8 9.2 9.7 10.9 11.6 12.6 13.9 14.9 2

13 6.1 7.2 8 9.4 10.2 11 12.2 12.8 13.6 15 2

14 5.7 7 7.8 9 9.5 11 12.2 13.5 13.9 14.6 2

⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮
Table 2. 두 개의 10차원 정규분포의 데이터
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N 속성1 속성2 속성3 속성4 속성5 속성6 속성7 속성8 속성9 속성10 소속군집

1 3 6 9 9 9 11 10 11 14 14 1

2 4 5 7 8 9 11 11 11 13 15 1

3 6 6 7 8 9 9 10 13 13 15 1

4 5 6 8 8 10 9 11 13 14 14 1

5 7 6 7 9 9 11 12 12 14 13 1

6 5 7 8 9 10 9 11 13 14 14 1

7 5 5 7 9 8 11 11 12 13 15 1

8 5 5 8 8 7 10 11 12 13 14 1

9 3 6 8 6 9 10 10 11 13 14 1

10 6 6 6 7 10 9 10 11 13 14 1

11 4 6 6 8 11 10 11 12 13 15 1

12 5 7 9 7 10 10 11 12 12 14 1

13 4 6 8 7 9 10 10 11 13 15 1

14 5 6 7 8 9 11 11 12 13 15 1

⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮
1 6 7 9 9 10 11 13 13 15 15 2

2 7 7 8 9 10 11 12 13 14 15 2

3 6 7 8 9 10 11 12 13 14 15 2

4 6 7 8 9 10 11 12 13 14 15 2

5 6 7 8 9 10 12 12 13 15 15 2

6 6 7 8 9 10 11 12 13 14 15 2

7 6 7 8 9 10 11 12 13 14 15 2

8 6 7 8 9 10 10 12 13 14 15 2

9 6 7 9 9 10 11 12 13 14 16 2

10 6 7 9 9 10 11 13 13 14 15 2

11 6 7 8 9 10 11 12 13 14 15 2

12 6 7 8 9 10 11 12 13 14 15 2

13 6 7 8 9 10 11 12 13 14 15 2

14 6 7 8 9 10 11 12 14 14 15 2

⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋮
Table 3. 정규분포 데이터의 범주형 변환

  

  예를 들어, Table 2는 평균이 5와 6을 따르는 두 개의 10차원 정규분포를 발

생시킨 결과이며, 공분산행렬은 차원별로 다양한 값이 나타나도록 하였다. Table 

3의 데이터는 발생된 정규분포 데이터에 대하여 정수로 반올림한 후 차원을 데
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이터의 속성으로 하는 데이터로 변화 시킨 것을 의미한다. 즉, 1번 속성이 자동

차 범주이고, 1:티코, 2:모닝, 3:소나타, 4:아반떼, 6:싼타페, 7:렉스턴, 8:그랜져

라고 하면, 소속군집이 1인 군집에서는 1번 속성의 값은 {3, 4, 5, 6}의 범주 

값으로 구성되어있으며 이는 1번 군집의 자동차에 대한 범주들은{소나타, 아반

떼, 싼타페, 렉스턴}을 포함하는 레코드임을 의미하며, 소속군집이 2인 군집에서

는 {6, 7}로 구성되어있고, 이는 {싼타페, 렉스턴}이 포함된 레코드라는 것을 

의미한다. 실험에서는 제안 Chain k-modes 알고리즘의 성능을 확인하기 위하

여 다양한 개수(K=2, 3, 4)의 군집으로 실험하였으며, 특히, K=2일 경우 군집

의 혼잡한 정도를 다양하게 조절하면서 알고리즘을 적용하였다.
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Figure 29. 비교적 덜 혼잡한 두 개의 10차원 정규분포

4.1.1 군집의 개수(K=2)에 따른 실험 Type I

  본 실험에서는 평균이 5와 6인 두 개의 정규난수를 발생을 시켜 분석하였다. 

군집에 대하여 각각 750개의 난수 데이터를 발생시켰으며 총 1500개의 데이터

를 분석하였다.

  Figure 29는 발생된 난수의 plot과 두 군집의 중복 지점을 보여주고 있다. 두 

개의 군집은 비교적 잘 구분되어지고 있다. 제안 Chain k-modes 알고리즘을 

수행하기 위하여 알고리즘에는 이 데이터가 2개의 군집으로 구성되어있음을 제

공하지 않고 분석하였다. 분석결과 1500개의 데이터에 대하여 군집은 항상 2개

의 군집으로 형성되었다. Figure 30는 알고리즘을 100회 반복하는 동안 데이터

가 최적의 군집의 개수로 수렴하는 과정을 보여주고 있다. 먼저, 1500개의 데이

터는 첫 알고리즘의 수행으로 인해 약 50여개의 mode로 구분되고 알고리즘의 

반복을 통해 2개의 군집으로 수렴되었음을 알 수 있다. 또한, 분류의 정확도는 

100번 중 17번이 99%이상의 분류 정확도를 보이고 있으며, 대부분 98%이상의 

정확도는 77%로 나타나고 있다. 또한, 100회 반복수행에서 대부분이 97%이상

의 높은 분류 정확도를 보이고 있다. 제안하는 Chain k-modes 알고리즘의 기

본적인 성능은 만족스런 결과라고 할 수 있다. 하지만 발생된 데이터가 중복이 

많지 않으므로 자연스러운 결과라고 할 수도 있다.
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Figure 30. 실험(4.1.1)에 대한 Chain k-modes 알고리즘 분석결과
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4.1.2 군집의 개수(K=2)에 따른 실험 Type II

  본 실험에서는 평균이 5와 6인 두 개의 정규난수를 발생시켜 분석하였으며, 

군집의 확실한 구분를 위하여 공분산 행렬을 적절히 조절하여 구분이 뚜렷한 

1500개의 데이터를 발생시켰다.

Figure 31. 구분이 분명한 군집에 대한 Chain k-mode 알고리즘 분석결과 

  Figure 31은 구분이 분명한 데이터에 대한 알고리즘의 분석결과로서, 100회 

반복수행에서 100%의 분류 정확도를 보여주고 있으며, 2개의 군집으로 잘 구분

되었다.
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4.1.3 군집의 개수(K=2)에 따른 실험 Type III

  본 실험에서는 평균이 5와 6인 두 개의 정규난수를 발생을 시켜 실험하였다. 

군집에 대하여 각각 750개의 난수 데이터를 발생시켰으며 총 1500개의 데이터

를 분석하였다. 또한 군집의 구분을 모호하게 하기 위하여 공분산행렬을 적절히 

조절하였으며, Figure 34에서와 같이 중복되는 지점에서는 데이터들이 혼잡하게 

섞여 있음을 알 수 있다.

Figure 32. 혼잡한 두 개의 10차원 정규분포 군집

Table 4. 실험(4.1.3)에 대한 Chain k-modes 알고리즘의 분류 정확도 및 개수

  Figure 32는 발생된 난수의 plot과 두 군집의 중복 지점을 보여주고 있다. 두 

개 군집의 중복지점은 구분하기 모호하게 섞여있다. Table 4는 Chain 
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k-modes 알고리즘의 분석결과이다. 군집의 개수는 군집의 정보를 미리 제공하

지 않았으나 100번 중 82번에서 2개의 군집으로 분류하였으며, 17번은 3개의 

군집으로 분류하였으며, 4개의 군집으로 분류한 경우도 1회 나타났다. 분류의 정

확도는 100번 중 71번이 95%이상의 분류 정확도를 보이고 있으며, 다소 낮은 

분류 정확도가 나타났다. 이는 제안 하는 Chain k-modes 알고리즘의 강력한 

장점이라고 할 수 있다. 결과에서 17회의 군집의 개수가 3개로 분류된 경우, 이

는 당연히 분류정확도는 낮다고 판단된다. 하지만 이는 데이터를 2개의 군집으

로 제한하였을 때 분류의 정확도를 의미한다. 하지만, 제안 하는 Chain 

k-modes 알고리즘에서는 두 개의 성질이 다른 순수한 두개의 군집으로 분류하

고, 이에 대하여 두 개의 군집의 성질이 섞여있는 새로운 군집을 구분할 수 있다

는 것이다. 즉, 미지의 데이터에 대한 분석에서 사전 정보가 없어도 Chain 

k-modes 알고리즘은 순수한 군집과 혼합된 군집을 새로운 군집으로 구분할 수 

있다.

Figure 33. 실험(4.1.3)에 대한 Chain k-modes 알고리즘의 군집의 개수 및 분류정확도 그래프
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4.1.4 군집의 개수(K=2)에 따른 실험 Type IV

  본 실험에서는 평균이 5와 6인 두 개의 정규난수를 발생을 시켜 분석하였다. 

군집에 대하여 각각 750개의 난수 데이터를 발생시켰으며 총 1500개의 데이터

를 분석하였다. 또한 군집의 구분을 모호하게 하기 위하여 공분산행렬을 적절히 

조절하였으며, Figure 34에서와 같이 데이터들이 중복되는 지점에서는 매우 혼

잡하게 섞여 있음을 알 수 있다.

Figure 34. 매우 혼잡한 두 개의 10차원 정규분포

  Figure 34는 발생된 난수의 plot과 두 군집의 중복 지점이 매우 혼잡하게 뒤

섞여 있음을 보여주고 있다. 분석결과 1500개의 데이터에 대하여 군집은 2개, 3

개, 4개 및 5개의 군집으로 구분되는 경우가 나타났으며, 이는 매우 의미 있는 

결과이다. 분류의 정확도는 Chain k-modes 알고리즘이 3개 이상 분류되었을 

때 의미가 없어지며, 군집의 개수가 매우 중요한 관심이 된다. 100회 반복결과 

군집의 개수는 100번 중 68번이 2개로 구분되었으며, 29번 정도는 3개의 군집

으로 구분되었다. 이는 Chain k-modes 알고리즘의 군집분석 과정에서 두 군집

의 속성이 섞여있는 데이터를 새로운 군집으로 판단한다는 것을 의미하므로, 군

집이 섞여있는 데이터일수록 Chain k-modes 알고리즘은 더욱 우수한 성능을 

보여주고 있다.
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Table 5. 실험(4.1.4)에 대한 Chain k-modes 알고리즘의 분류정확도 및 군집의 개수 

Figure 35. 실험(4.1.4)의 Chain k-modes 알고리즘의 반복회수

  Figure 35에서는 Chain k-modes 알고리즘의 반복 회수를 보여주고 있다. 

반복회수가 많아질수록 데이터들은 2개, 3개, 4개 및 5개의 군집으로 수렴하고 

있음을 알 수 있다. 
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4.1.5 군집의 개수(K=3)에 따른 실험

 본 실험에서는 평균이 5, 6 및 7인 세 개의 정규난수를 발생시킨 결과이다. 군

집에 대하여 각각 300개의 난수 데이터를 발생시켰으며 총 900개의 데이터를 

분석하였다. 또한 군집의 구분을 모호하게 하기 위하여 공분산행렬을 적절히 조

절하였으며, Figure 36에서와 같이 중복되는 지점에서는 비교적 구분하기 양호

하도록 설정하였다. 하지만 군집 구분(k=3)에 대한 정보를 제공하지 않을 경우 

데이터의 경계는 매우 모호하게 된다.

Figure 36. 비교적 덜 혼잡한 3개의 10차원 정규분포

Figure 37. 실험(4.1.5)에 대한 Chain k-modes 알고리즘의 분석결과 분류 정확도와 군집의 개수 그래프 
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Table 6. 실험(4.1.5)에 대한 Chain k-modes 알고리즘 분석결과의 분류 정확도 및 군집의 개수 결과

  Table 6은 Chain k-modes 알고리즘 분석결과에 대한 분류 정확도 및 군집

의 개수 결과이다. 분류정확도는 대부분 96%이상으로 나타나고 있으며, 3개의 

군집으로 분류한 것은 100번 중 91회 나타나고 있으며, 4개의 군집으로 분류된 

것은 100번 중 9번 나타나고 있다. 4개의 군집으로 분류한 경우, 3개의 군집은 

원래의 군집의 정보를 가지고 있는 군집과 하나의 혼합된 속성으로 이루어진 군

집으로 분류되고 있다. 분류정확도와 군집의 개수에 대한 상관관계에서는 일반적

으로 상관성이 나타나고 있지는 않고 있다.

  Figure 38은 Chain k-modes 알고리즘을 100회 반복수행한 결과이다. 1500

개의 데이터에 대하여 초기 100개 이상의 초기 mode들이 생성이 되고 알고리

즘의 반복을 통해 최적의 군집으로 병합 및 갱신되는 과정을 보여주고 있다. 
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Figure 38. 실험(4.1.5)에 대한 Chain k-modes 알고리즘의 100회 반복 수행 결과 그래프



- 64 -

4.1.6 군집의 개수(K=4)에 따른 실험 Type I

  본 실험에서는 평균이 5,5,6 및 7인 네 개의 정규난수를 발생시킨 결과 그래

프이다. 평균이 5로 동일한 난수이지만, 이는 1차원에서만 동일하고 2차원이상

의 고 차원에서는 다른 난수가 발생하도록 구성하여, 중복된 조건의 난수가 발생

하지 않도록 하였다. 군집에 대하여 각각 100개의 난수 데이터를 발생시켰으며 

총 400개의 데이터를 분석하였다. 또한 군집의 구분을 모호하게 하기 위하여 공

분산행렬을 적절히 조절하였으며, Figure 39에서와 같이 중복되는 지점에서는 

비교적 구분하기 양호하도록 설정하였다. 하지만 Figure 42의 군집 구분(k=4)

에 대한 정보를 제공하지 않을 경우 데이터의 경계는 매우 모호하다.

Figure 39. 비교적 덜 혼잡한 4개의 10차원 난수

Figure 40. 4개의 10차원 난수의 정보 유무에 따른 비교
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Table 7. 실험(4.1.6)에 대한 Chain k-modes 알고리즘의 100회 반복 수행 결과

  Table 7은 Chain k-modes 알고리즘의 100회 반복 수행 결과이다. 대부분의 

경우 4개의 군집으로 분석되고 있다.
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4.1.7 군집의 개수(K=4)에 따른 실험 Type II

  본 실험에서는 평균이 5, 5, 6 및 7인 정규난수를 발생시킨 결과 그래프이다. 

평균이 5로 동일한 난수이지만, 이는 1차원에서만 동일하고 2차원 이상의 고 차

원에서는 다른 난수가 발생하도록 구성하여, 중복된 조건의 난수가 발생하지 않

도록 하였다. 또한, 공분산 행렬을 적절히 조절하여 군집이 경계가 모호하도록 

설정하였으며, Chain k-modes 알고리즘 분석 시 군집의 정보를 제공하지 않고 

분석하였다. 각 군집에 대하여 100개의 난수 데이터를 발생시켰으며 총 400개

의 데이터를 분석하였다. 또한, 군집의 구분을 모호하게 하기 위하여 공분산행렬

을 적절히 조절하였으며, Figure 41에서와 같이 중복되는 지점에서 데이터가 혼

잡하도록 설정하였다. Figure 42는 Figure 41에서의 혼잡한 곳을 확대한 그림

으로서, 군집에 대한 정보를 제공하지 않을 경우 데이터의 경계는 매우 모호하다

는 것을 알 수 있다.

Figure 41. 혼잡한 4개의 10차원 난수
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Figure 42. 혼잡한 4개의 10차원 난수의 정보 유무에 따른 비교

Table 8. 실험(4.1.7)에 대한 Chain k-modes 알고리즘의 100회 반복 수행 결과
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Figure 43. 실험(4.1.7)에 대한 Chain k-modes 알고리즘의 결과 그래프

Figure 44. 실험(4.1.7)에 대한 Chain k-modes 알고리즘의 100회 반복 수행 결과와 평균그래프

  경계가 모호한 4개의 군집에 대한 분석에서도 Chain k-modes 알고리즘은 

우수한 성능을 보여주고 있다. 4개의 군집으로 하였으며, 5개 이상의 군집으로 

분류하는 경우는 데이터의 속성이 혼합된 데이터들을 새로운 군집으로 구분하고 

있다. Figure 44의 평균그래프에서는 Chain k-modes 알고리즘의 일정한 군집

의 수로 수렴하고 있음을 잘 보여주고 있다.
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4.2 Mushroom dataset

  Mushroom data set은 UCI Machine Learning Repository에서 제공하는 범

주형데이터로서, 22개의 과 8124개의 레코드로 구성되어있다.

속성 속성값 수치형표현

1 cap-shape
bell=b,conical=c,convex=x,flat=f, knobbed=k, 

sunken=s 
1~6

2 cap-surface fibrous=f,grooves=g,scaly=y,smooth=s 1~4

3 cap-color
brown=n,buff=b,cinnamon=c,gray=g,green=r, 

pink=p,purple=u,red=e,white=w,yellow=y
1~10

4 bruises bruises=t,no=f 1~2

5 odor
almond=a,anise=l,creosote=c,fishy=y,foul=f, 

musty=m,none=n,pungent=p,spicy=s
1~9

6 gill-attachment attached=a,descending=d,free=f,notched=n 1~4
7 gill-spacing close=c,crowded=w,distant=d 1~3
8 gill-size broad=b,narrow=n 1~2

9 gill-color

black=k,brown=n,buff=b,chocolate=h,gray=g, 

green=r,orange=o,pink=p,purple=u,red=e, 

white=w,yellow=y

1~12

10 stalk-shape enlarging=e,tapering=t 1~2

11 stalk-root
b u l b o u s = b , c l u b = c , c u p = u , e q u a l = e , 

rhizomorphs=z,rooted=r,missing=?
1~7

12 stalk-surface-above-ring fibrous=f,scaly=y,silky=k,smooth=s 1~4
13 stalk-surface-below-ring fibrous=f,scaly=y,silky=k,smooth=s 1~4

14 stalk-color-above-ring
brown=n,buff=b,cinnamon=c,gray=g,orange=o, 

pink=p,red=e,white=w,yellow=y
1~9

15 stalk-color-below-ring
brown=n,buff=b,cinnamon=c,gray=g,orange=o, 

pink=p,red=e,white=w,yellow=y
1~9

16 veil-type partial=p,universal=u 1~2
17 veil-color brown=n,orange=o,white=w,yellow=y 1~4
18 ring-number none=n,one=o,two=t 1~3

19 ring-type
cobwebby=c,evanescent=e,flaring=f,large=l, 

none=n,pendant=p,sheathing=s,zone=z
1~8

20 spore-print-color
black=k,brown=n,buff=b,chocolate=h,green=r, 

orange=o,purple=u,white=w,yellow=y
1~9

21 population
a b u n d a n t =a , c l u s t e r e d =c , n u me r o u s =n , 

scattered=s,several=v,solitary=y
1~6

22 habitat
grasses=g, leaves=l ,meadows=m,paths=p, 

urban=u,waste=w,woods=d
17

23 Class edible , poisonous 1,2

Table 9. Mushroom Dataset의 속성 성분 



- 70 -

  Mushroom data set은 버섯의 상처, 외관 및 색상 등에 대한 정보를 제공하

고 있으며 모든 속성은 범주형 속성이다. 최종적인 군집의 개수는 독이 없는 것

과 독이 있는 것으로 구분하고 있다.

ᆞ샘플링

  Mushroom data set은 총 8124개의 레코드로 구성되어있으며, 매 실험에서 

8124개의 레코드 중 임의로 100개의 레코드를 선정하여 실험하였으며, 초기치 

mode의 값은 100개의 레코드 중 U(0,1)에서 난수를 선정하였다.

ᆞ한계기준 

  한계기준 는 초기 mode를 기반으로 새로운 mode를 생성할 것인지, 기존 

mode의 소속으로 병합될 것인지를 결정하는 한계기준으로서 초기 mode의 개수

를 결정하는데 중요한 역할을 한다. 즉, 비교하는 레코드와 mode간의 거리 값

이 보다 크면 비교하는 레코드는 기존 mode들에 흡수될 확률이 증가한다. 

본 논문에서는 그 한계기준을 임의로 선정된 100개의 레코드 중에서 2개를 임

의로 선정하여 유사도를 계산하고 이를 30회 반복하여 그 유사도 값들을 기반으

로 를 구하였다.

반복횟수 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15

18 11 9 11 18 12 10 11 8 13 12 9 12 9 11

반복횟수 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30

 8 15 12 10 18 10 18 13 7 11 10 14 8 18 11

Table 10. 한계기준 의 계산을 위한 30회 랜덤추출 유사도 계산결과

  Table 10에서는 샘플 100개중에서 30쌍의 레코드를 추출하여 그 유사도를 

계산한 결과이다. 본 논문에서는 유사도의 10%의 상한을 기준으로 의 값을 정

하고자 하고 있으며, 만약 데이터가 정규성을 따르게 되면 는 에서의 유사도 

값을 취할 수 있다. 하지만 일반적으로 데이터가 정규성을 따르는지 확인되어야 
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할 것이다. 하지만 Figure 45과 Table 11에서는 샘플 유사도의 정규성은 만족

하고 있지 않다. 즉, 일반적으로 샘플데이터간의 유사도 값들은 정규성을 보장 

할 수는 없다. 그래서 본 논문에서는 의 값을 유사도 값의 분위수로 하였다. 

분위수는 표본에서 관측된 유사도 값의 % 위치에 있는 유사도 값으로서, 본 실

험에서는   로 설정되었다.

Figure 45. 샘플 유사도 값들에 대한 Q-Q Plot

  

Kolmogorov-
Smirnov Shapiro-Wilk

통계량 자유도 유의
확률 통계량 자유도 유의

확률
.188 30 .008 .885 30 .004
Table 11. 샘플 유사도 값들의 정규성 검정 

Figure 46. Mushroom data set의 두 군집(*:독있음, ∘:식용)의 비교 plot
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  Figure 46은 Mushroom data set의 두 군집(*:독있음, ∘:식용)의 비교 plot을 

보여주고 있다. Figure 48(左)과 Figure 48(友)은 Mushroom data set의 3번 

속성과 5번 속성의 값들을 비교한 것이다. Figure 48(左)에서는 두 군집의 차이

가 비교적 뚜렷하게 나타나고 있다. 하지만 Figure 48(友)에서는 두 군집에서 

중복되는 곳이 많이 나타나고 있음을 알 수 있다. 결국, 3번 속성은 두 집단을 

구분하는 요인으로 중요하다고 할 수 있다.

Figure 47. Mushroom data set에 대한 Chain k-modes 알고리즘 분석 결과 그래프

  Figure 47은 Mushroom data set에 대한 Chain k-modes 알고리즘의 분석 

결과 그래프이다. 100회 반복 실험 중 50회 이상에서 2개의 군집으로 군집되고 

있으며, 3개 혹은 4개의 군집으로 나타나는 경우도 나타나고 있다. 군집의 분류 

정확도는 2개의 군집일 경우 85%이상으로 잘 나타나고 있지만, 3개 혹은 4개의 

군집으로 분류되고 있을 때는 분류 정확도가 낮아지고 있다. 분류의 정확도는 데

이터에 대한 정보(군집의 개수)가 없을 경우 분류의 정확도보다는 분류된 군집

의 특성을 분석하는 것이 더욱 중요하다.



- 73 -

분류

정확도

10회
  

기존
알고리즘

개선 k-mode
알고리즘

제안

100%
97%
95% 1 3 2
90% 2 1 2
85% 3 1
80% 2 2
75% 1 1
70% 1 1 1
65% 1 1
60% 2
50% 2
40%

평균 0.70 0.86 0.83

표준편차 0.16 0.08 0.1

Table 12. 알고리즘의 반복 최종수행 결과

  Table 12에서는 알고리즘의 반복 수행 결과를 보여주고 있다. 기존의 방법으

로는 평균적으로 약 70%정도의 정확도를 보여주고 있으며, 개선된 방법은 86%

정도의 정확도를 보여주고 있다. 제안 알고리즘에서는 정확도가 83%정도로 나

타나고 있으며, 이는 개선된 방법보다는 정확도면에서는 다소 낮게 나타나고 있

다. 

  반면, 기존 알고리즘과 개선 k-mode 알고리즘은 초기치를 미리 주어져야 분

석이 가능하지만, 제안 알고리즘에서는 초기치를 제공하지 않아도 높은 분류 정

확도를 보이고 있다. 
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4.3 Soybean(Small data set)

  Soybean (Small) data set은 UCI Machine Learning Repository에서 제공

하는 범주형데이터로서, 35개의 속성과 47개의 레코드로 구성되어있다.

속성 속성값 수치형표현

1 date April, may, June, July, August, september, october, ?. 0,1,2,3,4,5,6,7
2 plant-stand normal, lt-normal, ?. 0,1,2
3 precip lt-norm, norm, gt-norm, ?. 0,1,2
4 temp lt-norm, norm, gt-norm, ?. 0,1,2
5 hail yes, no, ?. 0,1,2
6 crop-hist diff-lst-year, same-lst-yr, same-lst-two-yrs,same-lst-sev-yrs, ?. 0,1,2,3,4
7 area-damaged scattered, low-areas, upper-areas, whole-field, ?. 0,1,2,3,4
8 sevrity minor, pot-severe, severe, ?. 0,1,2,3
9 seed none, fungicide, other, ?. 0,1,2,3
10 germination 90-100%, 80-89%, lt-80%, ?. 0,1,2,3
11 plant-growth norm, abnorm, ?. 0,1,2
12 leaves norm, abnorm. 0,1
13 leafspots-halo absent, yellow-halos, no-yellow-halos, ?. 0,1,2
14 leafspots-marg w-s-marg, no-w-s-marg, dna, ?. 0,1,2,3
15 leafspot-size lt-1/8, gt-1/8, dna, ?. 0,1,2,3
16 leaf-shread absent, present, ?. 0,1,2
17 leaf-malf absent, present, ?. 0,1,2
18 leaf-mild absent, upper-surf, lower-surf, ?. 0,1,2,3
19 stem norm, abnorm, ?. 0,1,2
20 lodging yes, no, ?. 0,1,2
21 stem-cankers absent, below-soil, above-soil, above-sec-nde, ?. 0,1,2,3,4
22 canker-lesion dna, brown, dk-brown-blk, tan, ?. 0,1,2,3,4
23 fruiting-bodies absent, present, ?. 0,1,2
24 external decay absent, firm-and-dry, watery, ?. 0,1,2,3
25 mycelium absent, present, ?. 0,1,2
26 int-discolor none, brown, black, ?. 0,1,2,3
27 sclerotia absent, present, ?. 0,1,2
28 fruit-pds norm, diseased, few-present, dna,?. 0,1,2,3
29 fruit spots absent, colored, brown-w/blk-specks, distort, dna, ? 0,1,2,3,4,5
30 seed norm, abnorm, ?. 0,1,2
31 mold-groth absent, present, ?. 0,1,2
32 seed-discolor absent, present, ?. 0,1,2
33 seed-size norm, lt-norm, ?. 0,1,2
34 shriveling absent, present, ?. 0,1,2
35 roots norm, rotted, galls-cysts, ?. 0,1,2,3

Table 13. Soybean data set의 속성 성분 

  Table 13는 Soybean data의 속성들을 보여주고 있다. 총 35개의 속성에 대

하여 정리하였으며 속성들의 범주형 속성값을 수치형으로 변환하여 실험하였다. 
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Soybean data는 기존 연구를 통해 군집의 개수는 로 알려져 있다. 하지만 

본 실험에서는 초기치의 개수를 정하지 않고 군집분석을 수행하였으며, 초기치 

 으로부터 군집을 생성, 갱신하도록 하였다. 초기치를 새롭게 갱신하는 기준인 

는 95백분위수로 정하였다.

분류

정확도

10회 100회 1000회

          

기존 개선 제안 기존 개선 제안 기존 개선 제안

100% 1 5 3 16 57 20 223 659 171

97% 1 21 209

95% 2 4 3 11 31 26 98 253 288

90% 2 7 3 9 58 41 87

85% 1 1 20 8 12 172

80% 2 29

75% 2 44

70% 3 1 27 7 266 20

65% 1 296 14

60% 4 28 45 1

50% 9 6

40%

평균 0.74 0.95 0.94 0.76 0.95 0.94 0.79 0.97 0.94

표준편차 0.027 0.008 0.004 0.026 0.007 0.004 0.023 0.005 0.003

Table 14. 알고리즘의 반복 수행 결과 

  Table 14는 제안 알고리즘에 대하여 초기치 를 임의로 4개 선정하여 수행

한 기존 k-modes 알고리즘과 유클리드거리를 기반으로 잘 선택된 초기치를 4

개 선정하여 수행하는 개선 k-modes 알고리즘을 비교한 결과이다. 분류 정확도

가 100%인 경우는 잘 선택된 초기치를 를 4개 선정하여 군집하는 경우가 가

장 좋은 결과를 보이고 있다. 97% 이상의 높은 정확도를 보인 경우에는 제안 

알고리즘에서는 10회 반복 수행에서는 기존 알고리즘은 1회, 개선 알고리즘에서

는 5회, 제안 알고리즘에서는 4회로 나타났다. 100회 반복 수행에서는 기존은 

16회, 개선 알고리즘은 57회, 제안 알고리즘에서는 41회 나타났다. 1000회 반

복에서는 기존 알고리즘은 223회, 개선 알고리즘은 659회, 제안 알고리즘은 
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380회 나타났다. 전반적으로 개선알고리즘이 분류정확도가 높게 나타났다. 하지

만 개선 알고리즘은 Soybean Small 데이터의 군집이 라는 정보를 기반으

로 4개의 초기치를 선택하는 방법이다. 본 논문에서 제안 알고리즘은 초기치를 

1개에서 최적의 4개로 접근하였다. 또한, 10회 반복 수행의 경우 정확도 평균은 

74%이며 개선은 95%, 제안 알고리즘은 94%이며, 100회 반복 수행의 경우 기

존 알고리즘은 76%, 개선 알고리즘은 95%, 제안 알고리즘은 94%이다. 1000회 

반복 수행의 경우, 평균은 기존 알고리즘은 79%, 개선 알고리즘은 97%, 제안 

알고리즘은 94%이다. 제안 알고리즘이 97%이상의 높은 분류 정확도에서는 개

선 방식보다 다소 낮게 나타나고 있지만, 개선 알고리즘은 70%이하의 분류 정

확도가 나타나는 반면, 제안 알고리즘에서는 75%이하의 분류 정확도는 나타나

지 않고 있다. 결과적으로, 개선 알고리즘과 제안 알고리즘의 분류 정확도에서는 

비슷하게 나타나고 있으며, 초기치 정보를 요구하는 기존 알고리즘과 개선 

k-modes 알고리즘보다는 제안 Chain k-modes 알고리즘의 활용 가치가 높다

고 판단 할 수 있다.
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Figure 48. 100회, 1000회 반복 수행 결과 그래프

  Figure 48은 Soybean data set에 대하여, 기존 k-modes 알고리즘과, 수정

(개선 k-modes)알고리즘, 제안(Chain k-modes)알고리즘의 100회, 1000회 

반복수행 결과이다. 제안하는 Chain k-modes 알고리즘은 군집에 대한 최적의 

정보를 제공받는 수정(개선 k-modes)알고리즘과 비슷한 정확도를 보여주고 있

으며, 이는 제안 알고리즘이 미지의 데이터에 대하여 보다 효율적이라고 할 수 

있다.
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4.4 알고리즘 결과 비교

4.4.1 Initial points refining algorithm

분류 정확도 기존 알고리즘  
 

제안 Chain k-modes 

알고리즘

95%~100% 7 14 16
85%~95% 2 4

0.75%~85% 3 5
65%~75% 5
55%~65% 3 1

~55%

Table 15. Initial points refining algorithm과의 분류 정확도 결과 비교

  Table 15에서      은 좋은 결과를 보여주고 있

다. 98%의 정확도를 보여주는 것이 14회 이상으로서 기존   알고리즘

에 비해      은 좋은 결과를 보여주고 있다. 하지

만 제안 알고리즘은 16회로 더욱 우수한 성능을 보여주고 있다. 
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4.4.2 k-representative algorithm

분류 정확도
  



제안 Chain k-modes 

알고리즘

98%~100% 519 380

94% ~ 98% 87 497

89% ~ 94% 80 259

85% ~ 89% 89

81% ~85% 86

77% ~ 81% 94 29

72% ~ 77% 28 44

68% ~ 72% 8

64% ~ 68% 7

53% ~ 64% 2

Table 16. k-representative algorithm과의 분류 정확도 결과 비교

  Table 16에서는  의 1000회 반복 수행 결과를 보

여주고 있으며,   역시 초기치 정보를 미리 제공하고 

군집분석하는 기법이다. 군집분석결과 98%이상의 정확도에서는 

  이 좀 더 높게 나타나고 있으나, 94%이상의 정확도에서

는 제안 알고리즘이 높게 나타나고 있으며,  은 70% 

이하의 분류정확도가 나타나지만, 제안 알고리즘은 72% 이하의 낮은 분류 정확

도는 나타나고 있지 않다.
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5  결론

  최근 범주형데이터에 대한 연구는 빅데이터에 대한 관심과 더불어 매우 중요

한 이슈가 되고 있다. 실시간으로 나타나는 새로운 이슈를 빠르고 정확하게 분석

해 낼 수 있어야 하며, 이러한 분석은 컴퓨터를 기반으로 하는 기계학습기법이 

주를 이루고 있다. 이는 분석에 필요한 모든 과정과 정보를 스스로 수집하고 수

행하는 것을 요구하고 있음을 의미한다. 이는 신경망(neural networks)분야와도 

관련지을 수 있다. 데이터 마이닝은 데이터를 설명하거나 예측하는 다양한 분석 

기법에서 활용되며, 시간이 지날수록 좀 더 강력하고 우수한 분석도구를 필요로 

하고 있다. 데이터 마이닝은 하나의 기법이 아닌 어떤 결과를 위한 프로세스 과

정을 의미한다. 본 논문에서는 데이터마이닝기법 중 범주형데이터에 대한 군집분

석 알고리즘의 전반적인 과정을 설명하고, 이에 필요한 세부적인 개념들을 연구

하였다.

  임의의 데이터를 분석하는데 있어 군집분석의 주요한 관심사는 ‘데이터가 몇 

개의 군집으로 이루어져 있는가?’ 이다. 하지만 우리가 접하고 있는 대다수의 

데이터들은 이러한 정보가 부족하거나 주어지지 않는다. 군집의 개수에 대한 정

보를 알고 있다면 우리는 매우 정확하고 효율적인 군집분석을 수행할 수 있으나, 

군집의 개수를 예측하는 문제는 매우 민감한 문제이다.

  본 논문에서는 범주형데이터에서의 군집분석을 위한 새로운 방식의 초기치 선

정방법을 제안하였으며, 이를 기반으로 군집의 개수를 예측할 수 있는 방법을 제

안하였다. 임의로 선정된 한 개의 초기치를 기반으로 다수의 mode를 생성시키

고, 제안 알고리즘에 따라 병합, 갱신과정을 거쳐 최적의 군집으로 군집화 하였

으며, 이를 통해 군집의 개수를 예측할 수 있었다. 

  초기 mode들의 속성 값들은 범주형데이터이며, 속성 값의 비율은 다항분포를 

취한다. 이 다항분포의 비율은 각 mode에 대한 고유한 값으로서 속성의 개수만

큼 다항분포는 존재한다. 우리는 데이터간의 비교 시 이러한 분포의 대표 값들을 



- 80 -

비교함으로서 다른 mode들과의 유사도를 구할 수 있었다. 이를 초기 mode들 

간의 유사성으로 정의하고 mode들을 병합 및 갱신을 통하여 최적의 군집을 찾

을 수 있는 Chain k-modes 알고리즘을 제안하였다.

  제안 Chain k-modes 알고리즘은 기존 알고리즘 및 다른 알고리즘과의 비교

에서도 분류정확도면에서 동등하거나 그 이상의 성능을 보여주었다. 중요한 점은 

제안 하는 알고리즘은 군집의 개수에 대한 정보가 주어지지 않았음에도 불구하

고 우수한 성능을 보여준다는 점이다. 우리가 접하는 실제 데이터들은 군집의 개

수가 정해지지 않으며, 상황에 따라 수시로 변할 수 있다. 기존 알고리즘 및 다

른 알고리즘에서는 군집의 개수가 주어지지 않을 경우 알고리즘이 수행되지 않

거나 임의로 군집의 개수가 주어질 경우 군집분석의 결과가 좋지 않거나 매우 

낮은 정확도를 보이는 경우가 발생한다. 이는 대용량의 데이터 혹은 미지의 데이

터를 분석하는데 있어 매우 치명적인 문제가 될 수 있다. 하지만, 제안 Chain 

k-modes 알고리즘에서는 군집의 수를 미리 정하지 않으면서 최적의 결과를 예

측할 수 있다.

  본 연구에서는 군집분석의 기본적인 조건이 만족하도록 알고리즘을 설계하였

다. 데이터가 추가되면 유연하게 대처할 수 있도록, 주어진 데이터를 모두 분석

하는 것이 아닌 반복 샘플링을 통해서 군집분석을 수행하였으며, 이는 새로운 성

질의 데이터가 나타날 때도 적용하기가 유용하다. 또한, 제안 Chain k-modes 

알고리즘은 임의의 군집 형태에 대해서도 군집이 가능하다. 수치형 속성 데이터

에 대한 군집분석은 대부분 구형태가 아닌 경우 군집의 결과가 좋지 않다. 하지

만 제안 알고리즘은 수치가 아닌 속성의 연관성을 활용하므로 군집의 모양이 일

정하지 않아도 분석이 가능하다.

  최근 데이터의 분석범위는 대용량 데이터를 넘어선 빅데이터 환경에서의 분석

을 요구하고 있다. 빅데이터는 기존에서 다루고 있는 데이터를 다루는 방법이나 

도구로는 처리할 수 없는 정형 또는 비정형의 방대한 데이터를 의미한다. 아직은 

빅데이터의 정의에 대하여 합의된 점은 없다. 그래서 다양한 분야에서 빅데이터

를 가정하여 분석하는 방법들이 제시되고 구현되어 있다. 최근 스마트폰이 사회

전반으로 빠른 속도로 널리 쓰이고 있는 시점에서, 소셜 미디어의 성장과 맞물려 

다양한 데이터가 생성되고 있으며 이 데이터들을 활용하는 방법이 개발되고 있
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다. 빅데이터의 형태는 일반적으로 범주형데이터라고 할 수 있으며, 실시간을 발

생하는 시계열 데이터라고도 할 수 있다. 즉, 데이터의 양은 크고, 빠르게 발생하

며, 다양한 데이터 속성을 내포하고 있음을 의미한다. 지금도 데이터 마이닝 분

야에서의 군집분석기법은 이러한 데이터를 다룰 수 있는 기법으로 연구, 발전되

고 있다. 하지만, 지금까지는 빅데이터를 효과적으로 군집분석 할 수 있는 기법

보다는 빅데이터를 효과적으로 다룰 수 있는 도구의 개발이 많이 진행되고 있다. 

대표적으로 하둡(Hadoop: High-Availability Distributed Object-Oriented 

Platform)을 예로 들 수 있다. 하둡(Apache Hadoop)은 대용량의 데이터를 처

리할 수 있는 분산 응용 프로그램을 지원하는 자바 프레임워크이다. 하둡이 분석

기법의 알고리즘을 뜻하지는 않는다. 하지만 데이터 마이닝의 특성상 하둡은 대

용량의 데이터를 처리할 수 있는 매우 유용한 도구가 되어주고 있으며, 이를 기

반으로 다양한 군집분석 알고리즘을 적용하여 활용할 수 있다. 본 논문에서는 대

용량 데이터에 유연하게 대처할 수 있도록 분석하는 데이터에 대하여 샘플을 추

출하며 초기 분석과 군집의 갱신에 대한 병렬처리가 가능하도록 설계하였다. 또

한, 다양한 속성의 데이터를 다루기 위하여 가장 기본적인 빈도분석을 이용하여 

속성의 연관성을 계산함으로서 범주형 속성 및 수치형 속성에도 적용이 가능하

도록 하였다.

  본 논문에서는 범주형 속성의 데이터에 대해서 데이터의 정보가 주어지지 않

았을 경우에 대한 초기치 선정방법과 그에 따른 군집분석 방법을 제안하였으며, 

우수한 결과를 보여주었다. 군집의 수를 정하는 문제는 요인분석(Factor 

Analysis)에서 최적의 요인의 개수를 구하는 것만큼 어려운 문제이다. 최적의 

군집의 수를 예측하고 이를 분석할 수 있다면, 우리는 미지의 데이터에 대한 새

로운 분석이 가능하다. 하지만 지금까지 알려진 대부분의 군집분석 기법들은 이

에 대한 연구 및 연구결과가 다소 미흡하였다. 본 연구에서는 데이터의 속성을 

범주형 속성에 관심을 두고 연구를 진행하였다. 수치형 속성에 대한 범주형 표현

은 어렵지 않으나 범주형 속성에 대한 수치형 표현은 상당히 어려운 문제이다. 

즉, 범주형 속성에 대한 분석이 가능하다면 수치형 속성에 대한 분석도 쉽게 변

환할 수 있다. 또한, 제안 Chain k-modes 알고리즘은 예측하는 군집의 개수를 

군집내 유사성과 군집간 상의성을 이용하여 주어진 데이터를 분석하는 과정에서 
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예측하였다. 시뮬레이션결과 제안 알고리즘은 사용자가 미리 정해놓은 정보보다 

더 많은 정보를 추정할 수 있었다. 하지만, 제안 알고리즘은 데이터의 속성에 대

하여 비교하는 회수가 기존 기법들 보다 증가하는 단점을 가지고 있다. 이는 병

렬처리나 하드웨어의 개발로 극복할 수는 있으나, 이에 대한 개선이 필요하다. 

또한, 본 연구는 범주형데이터에 대한 분석을 목적으로 하였으며, 향후 수치형데

이터 및 현실에서 나타나는 수치형데이터와 범주형데이터가 섞여있는 혼합형데

이터(Mixed Data)에 대한 연구도 진행되어야 할 것이다.
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